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Introduction générale

Introduction générale

Aujourd'hui avec le développement d'internet, la quantité d'information
électronique est devient énormes. Ces données sont présentes dans des livres,
des articles, des blogs et des réseaux sociaux, stocker dans des ordinateurs
et échangées sur des réseaux de télécommunication informatiques comme in-
ternet. Il est donc très intéressant de trouver un moyen de qui nous aide à
extraire et analyser les informations depuis ces grandes bases et trouver des
applications e�caces pour conserver, chercher et classer ces informations a�n
d'assister les utilisateurs à trouver leurs besoins et faciliter leur travail dans
certaines tâches qui sont devenues impossible à traiter manuellement[6, 1].
Objectifs :
Il existe beaucoup des techniques d'analyse des textes parmi lesquelles nous
avons choisi la classi�cation des textes. L'objectif de la classi�cation des
textes est de rassembler les textes similaires selon un certain critère au sein
d'une même classe.
Notre but dans ce travail est de classi�er des textes en utilisant une approche
d'apprentissage profond et plus précisément les réseaux de neurones à convo-
lution .

Organisation du mémoire :
Ce mémoire a été organisé en quatre chapitres :
- Dans le premier chapitre, nous allons présenter les notions de base du ré-
seau de neurone et ces di�érentes architectures et nous essayons de dé�nir le
domaine d'apprentissage profond et spécialement les réseaux de neurones à
convolution.
- Le deuxième chapitre est consacré à la description du domaine d'analyse
de texte et ces techniques ainsi que les travaux connexes .
- Dans le troisième chapitre, nous allons exposé les architectures globales et
détaillées de notre conception du système.
- Dans le dernier chapitre, nous avons montrer la partie expérimentale de
notre travail et nous discutons les di�érentes résultats obtenues et nous ter-
minons avec une conclusion générale.
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APPRENTISSAGE PROFOND
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Chapitre1 Apprentissage profond

1.1 Apprentissage Automatique

L'apprentissage automatique vise à construire automatiquement des connais-
sances à partir de grandes quantités d'information, il consiste à élaborer des
algorithmes capables d'apprendre à partir des exemples, il ne s'agit pas ici
d'apprendre des exemples, mais plutôt de bien généraliser à partir de ces
exemples, a�n d'e�ectuer une certaine tâche.
En général, l'apprentissage automatique consiste à apprendre de faire mieux
dans le futur en se basant sur ce qui a été vécu dans le passé. Le but
est de concevoir des algorithmes capables, à partir d'un nombre important
d'exemples, d'assimiler la nature a�n de pouvoir appliquer ce qu'ils ont ainsi
appris aux cas futurs sans intervention ou assistance humaine.
L'apprentissage automatique peut être appliqué à une grande variété de
tâches et de données. Selon le cas, di�érents cadres d'apprentissage peuvent
s'appliquer[55].

1.1.1 Types d'apprentissage Automatique

Dans l'apprentissage automatique, on trouve beaucoup types d'appren-
tissage, on situe les deux types les plus utilisée : l'apprentissage supervisé et
l'apprentissage non supervisé.

1.1.1.1 Apprentissage supervisé

Dans l'apprentissage supervisé, un modèle reliant des données d'appren-
tissage à un ensemble des valeurs de sortie (la valeur désirée).
On dispose d'un ensemble d'apprentissage qui constitue l'information dispo-
nible, chaque exemple de l'ensemble d'apprentissage est associée à une classe.
Nous supposons que cette classe est donnée par ce que nous appelons un su-
perviseur. L'apprentissage supervisé permit de trouver un algorithme qui
classe correctement les exemples, c'est-à-dire qui leur donne la même classe
que le superviseur.
Quelques algorithmes d'apprentissage supervisé
La plupart des algorithmes d'apprentissage supervisés tentent de trouver un
modèle qui explique le lien entre des données d'entrée et les classes de sortie.
Il existe de nombreuses méthodes d'apprentissage supervisé comme[7] :
-La méthode des k plus proches voisins.
-Les machines à vecteurs de support (SVM) .
-Les réseau de neurones.
-Les Arbres de décision.
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Chapitre1 Apprentissage profond

-Les classi�cations naïve bayésienne.

1.1.1.2 Apprentissage non-supervisé

Apprentissage non-supervisé est connu sous nom de � Clustering �, est un
regroupement de données d'apprentissage en classes homogènes, sans aucun
étiquette n'y soit rattaché (il n'y a pas de notion de sortie désirée).
Son objectif, très général, consiste à séparer un ensemble d'objets en di�é-
rents groupes en fonction d'une certaine notion de similarité, les objets qui
sont considérés comme similaires sont ainsi associés au même groupe alors
que ceux qui sont considérés comme di�érents sont associés à des groupes
distincts.
Il consiste à représenter un nuage des points d'un espace quelconque en un
ensemble de groupes appelé Cluster.
Le regroupement est une problématique de recherche étudiée depuis de nom-
breuses années dans di�érentes communautés : apprentissage automatique,
fouille de donnée, la reconnaissance des formes, statistiques, . . . etc[30].
Quelques algorithmes d'apprentissage non supervisé
On peut voir aussi les méthodes non-supervisées les plus utilisées[23] :
- les centres mobiles (k-means)
- Fuzzy C-means
- Su�x Tree Clustering
- Hierarchical clustering
- Mixture of Gaussians ( Expectation maximisation)

1.2 Les réseaux de neurones arti�ciels

Les réseaux de neurones arti�ciels sont des systèmes de traitement de l'in-
formation, un réseau de neurones est un ensemble de cellules inter-connectées,
peut être considéré comme un modèle mathématique de traitement réparti,
composé de plusieurs éléments (neurones), opérant en parallèle et connectés
entre eux par des poids et le comportement du réseau dépend essentielle-
ment des valeurs de ces poids . L'apprentissage est l'opération par laquelle
les poids synaptique sont calculés de telle manière que le système réalise bien
la fonction qu'on attend de lui [36, 3].
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Chapitre1 Apprentissage profond

1.2.1 Historique des réseaux de neurones

•En 1943 , W. Mcculloch et W. Pitts ont proposé des neurones formel
mimant les neurones biologique, capables de mémoriser les fonctions boo-
léennes simples.
•En 1949, D. Hebb a mis en évidence l'importance du couplage synaptique
dans l'apprentissage par renforcement ou la dégénérescence des liaisons inter-
neuronales lors de l'interaction du cerveau avec le milieu extérieur[2].
•En 1958, F. Rosenblatt a développé le modèle du Perceptron. C'est un ré-
seau de neurones inspiré du système visuel.
•S'inspirant du perceptron, Widrow et Ho�, sont développé dans la même
période, le modèle de l'Adaline (Adaptive Linear Element).
•En 1969, M. Minsky et S. Papert ont publié leur livre � Perceptrons � et
démontré les limites théoriques du perceptron.
•En 1982 ,les travaux de Hop�eld ont montré que les réseaux de neurones
arti�ciels étaient capables de résoudre des problèmes d'optimisation
• En 1984 c'est la découverte des cartes de Kohonen avec un algorithme non
supervisé basé sur l'auto-organisation et suivi une année plus tard par la
machine de Boltzman (1985).
• En 1986, Werbos a proposé pour la première fois le Perceptron Multi-
Couche introduit par Rumelhart, et, simultanément, sous une appellation
voisine, chez Le Cun (1985). Ces systèmes reposent sur la rétropropagation
du gradient de l'erreur dans des systèmes à plusieurs couches[2, 3].

1.2.2 Neurone formel

Les premières formulations du réseau de neurones remontent à 1943, dans
les travaux de Mc Culloch et Pitts . L'idée est de reproduire le fonctionnement
d'un neurone humain. Le fonctionnement d'un neurone formel est simple :
c'est une somme pondérée d'entrées à quelle on applique une fonction d'ac-
tivation, les coe�cients de pondération sont appelés poids synaptiques et la
fonction d'activation utilisée était initialement un seuil[20] .

13



Chapitre1 Apprentissage profond

Figure 1.1: Structure générale d'un neurone formel

Entrées(Xi) : sont directement les entrées du système ou peuvent pro-
venir d'autres couches précédentes.

Biais (b = W0) : les entrées qui sont toujours mises à 1 qui permet d'ajou-
ter de la �exibilité au réseau en permettant de varier le seuil de déclenchement
du neurone par l'ajustement du poids du biais lors de l'apprentissage .

Poids(Wi) : sont les facteurs multiplicateurs qui a�ectent l'in�uence de
chaque entrée sur la sortie du neurone.

Noyau(Somme pondérée + Fonction d'activation )�F (x) =
∑

(XiWi)−
W0 � Intègre toutes les entrées et le biais et calcule la sortie du neurone
selon une fonction d'activation qui est souvent non linéaire pour donner une
plus grande �exibilité d'apprentissage. La �gure 1.2 dé�nit les principaux
types de fonction d'activations.
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Chapitre1 Apprentissage profond

Figure 1.2: Quelques types de fonctions d'activations

Sortie(y) Directement une des sorties du système où peut être distribuée
vers d'autres neurones(Y =

∑
(Xi ∗Wi) +W0) .[2]

- Les réseaux de neurones formels sont connectés entre eux de di�érentes
manières.[5]

1.2.3 Les di�érentes structures des réseaux de neurones

Dans les architectures des réseaux de neurone, on remarque qu'il existe
deux types du structure, structure d'un réseau à couche simple et un réseau
multicouches .

1.2.3.1 Structure d'un réseau de neurone à couches simples

Le réseau à couches est un réseau dont les neurones sont organisés en
couches, la forme la plus simple est le réseau à une seule couche .Tous les
signaux d'entrée sont propagés des n÷uds d'entrée vers la couche de neurones
de sortie. L'exemple le plus connus de ce type c'est le modèle de F. Rosenblatt
(perceptron monocouche)[9].

15



Chapitre1 Apprentissage profond

Figure 1.3: Réseau de neurones mono-couche

1.2.3.2 Structure d'un réseau de neurones multi-couches

Dans ce cas, les neurones sont arrangés par couches, il n'y a pas de
connexion entre les neurones d'une même couches, chaque neurone d'une
couche est connecté à tous les neurones de la couche suivante [2]. La pre-
mière couche est appelée couche d'entrée : recevra les données source que
l'on veut utiliser pour l'analyse. Sa taille est donc directement déterminée
par le nombre de variables d'entrées. Et les couches du milieu sont appelées
couches cachées chaque neurone de cette couche reçoit l'information de plu-
sieurs couches précédentes, les neurones de ces couches cachées appliquent
deux traitements : Une combinaison linaire de leurs entrées (dont les poids
sont des paramètres du réseau), suivie par une fonction d'activation. Par la
suite, il envoie cette réponse aux neurones de la couche suivante. Le choix
de sa taille (nombre de neurones) n'est pas automatique et doit être ajusté.
Il sera souvent préférable pour obtenir le résultat optimale, d'essayer le plus
des tailles possibles. La troisième couche est appelée couche de sortie, elle
joue le même rôle que les couches cachées, la seule di�érence entre ces deux
types de couches est que la sortie des neurones de la couche de sortie n'est
liée à aucun autre neurone, elle donne le résultat obtenu après compilation
par le réseau des données entrée dans la première couche. Sa taille est di-
rectement déterminée par le nombre de variables dont on a besoin en sortie.
Permet les structures les plus utilisées de ce type on trouve le perceptron
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Chapitre1 Apprentissage profond

multicouche[3, 5].

Figure 1.4: Réseau de neurones multi-couches

1.2.4 Les types des réseaux de neurones arti�ciel

Un réseau est dé�ni par sa topologie, qui représente le type de connexion
existant entre les divers neurones du réseau[5].

1.2.4.1 Les réseaux de neurones non bouclés

Dans un tel réseau le �ux d'information circule des entrées vers les sorties
sans retour en arrière. Si l'on représente le réseau comme un graphe dont
les n÷uds sont les neurones et les arêtes les � connexions � entre ceux-ci, le
graphe d'un réseau non bouclé est acyclique. Tout neurone dont la sortie est
une sortie du réseau est appelé � neurone de sortie �. Les autres, qui e�ec-
tuent des calculs intermédiaires, sont des � neurones cachés �. L'un des types
de réseaux de neurones c'est les réseaux à couche, le réseau de neurones à une
couche cachée et une sortie linéaire est un cas particulier de ce dernier type[3].
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Chapitre1 Apprentissage profond

Figure 1.5: Réseau de neurone non bouclé

Parmi les réseaux de neurones non bouclé on trouve :

1. Réseau à connexions locales

Il s'agit d'une structure multicouche, conserve une certaine topolo-
gie. Chaque neurone a des relations avec un nombre réduit et localisé
des neurones de la couche précédent. Les connexions sont donc moins
nombreuses que dans le cas d'un réseau multicouche classique[51].

Figure 1.6: Réseau à connexions locales
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Chapitre1 Apprentissage profond

1.2.4.2 Les réseaux de neurones bouclés

L'architecture la plus générale pour un réseau de neurones est le � réseau
bouclé�, dont le graphe des connexions est cyclique : lorsqu'on se déplace
dans le réseau en suivant le sens des connexions, il est possible de trouver
au moins un chemin qui revient à son point de départ (un tel chemin est
désigné sous le terme de � cycle �). La sortie du neurone peut donc être
entrée d'elle-même. L'opérateur non linéaire réalisé par un réseau non bou-
clé, dépend des valeurs des coe�cients de pondération Cij (du neurone j
vers le neurone i) du réseau. Pour qu'un réseau e�ectue une tâche donnée,
il faut donc ajuster la valeur de ses coe�cients. Une tâche est dé�nie par
un ensemble d'exemples, ou couples (valeurs des entrées . Valeurs des sorties
désirées correspondantes),ces couples constituent l'ensemble d'apprentissage.
La procédure d'ajustement des coe�cients de manière que les sorties du
réseau soient aussi proches que possibles des sorties désirées est appelée ap-
prentissage. Le principe général des algorithmes d'apprentissage repose sur
la minimisation d'une fonction de coût quadratique des di�érences entre les
sorties du réseau et les sorties désirées[3, 46].

Figure 1.7: Réseau de neurones bouclé

Permis les réseaux non boucle on trouve :

1. Réseau à connexion complète
C'est la structure d'interconnexion la plus générale .Chaque neurone
est connecté à tous les neurones du réseau et à lui-même[51].
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Chapitre1 Apprentissage profond

Figure 1.8: Réseau à connexions complète

2. Réseau à connexions récurrentes
Les connexions récurrentes ramènent l'information en arrière par rap-
port au sens de propagation dé�ni dans un réseau multicouche . Ces
connexions sont le plus souvent locales[51].

Figure 1.9: Réseau de neurone récurrentes

1.2.5 Apprentissage des réseaux de neurones

L'objectif de la phase d'apprentissage des réseaux de neurones est de
trouver, parmi toutes les fonctions paramétrées par les poids synaptiques,
celle qui s'approche le plus possible de l'optimum. La capacité à apprendre
un caractéristique fondamental de l'intelligence, d'un autre côté ce que veut
dire l'apprentissage est parfois di�cile à décrire, le processus d'apprentissage,
dans les contextes des réseaux de neurones peut être vu comme un problème
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Chapitre1 Apprentissage profond

ajustement et d'adaptation de l'architecture et des poids des réseaux de neu-
rones de façon que le RNA exécute e�cacement une tâche spéci�que. Au lieu
de spéci�er un ensemble de règles, les réseaux de neurones apprennent auto-
matiquement à partir de la collection d'exemples, et c'est ce qui les rend très
attractives. - Il existe deux types d'apprentissage des réseaux de neurones :
l'apprentissage supervisé et l'apprentissage non supervisé[5, 10].

1.2.5.1 Apprentissage par rétro propagation de l'erreur

C'est seulement en 1986 que la généralisation de la règle delta aux ré-
seaux à couches cachées a été formulée. Généralement, la rétro-propagation
du gradient de l'erreur consiste à propager l'erreur obtenue à une unité de
sortie d'un réseau à couches comportant une ou plusieurs couches cachées à
travers le réseau par descente du gradient dans le sens inverse de la propa-
gation des activations, La �gure 1.10 montre une illustration du principe de
la rétro propagation.

Figure 1.10: Rétro-propagation du gradient

1.2.5.1.1 Déroulement de l'algorithme de rétro-propagation On
considère un réseau de neurones multicouches : une couche d'entrée, une
couche cachée et une couche de sortie. n0 entrées,n1 neurones avec une fonc-
tion d'activation non linéaire (fonction sigmoïde) dans la couche cachée et
n2 neurones linéaires dans la couche de sortie[2].

1. Propagation
Après l'initialisation des poids, on calcule les sorties du réseau en
propageant les valeurs d'entrée Xi de couche en couche , la �gure 1.11
illustre cette opération.
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Figure 1.11: Propagation des entrées

Etape1 :
La valeur de la sortie de chaque neurone de la couche cachée Xj1(j =
1...n1), dépend de la somme des entrées xi(i = 1. . . n0) pondérées par
les poids Wji entre la couche d'entrée et la couche cachée. La fonction
d'activation non linéaire g() détermine l'état du neurone{

a
(1)
j =

∑n0

i=0WjiXi

X1
j = g(a

(1)
j )

(1.1)

g(.) étant la fonction d'activation des neurones de la couche cachée.
Etape2 :
De même on calcule la valeur de la sortie de chaque neurone de la
couche de sortie Yk(k = 1...n2), Elle dépend de la somme des sorties
de la couche cachée qu'on a calculée dans l'étape1 (x

(
j1)) pondérées

par les poids entre la couche cachée et la couche de sortieWkj{
a
(2)
k =

∑n1

j=0WkjXj

yk = f(a
(2)
k )

(1.2)

F(.) Etant la fonction d'activation des neurones de la couche de sortie.
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2. Sommaire de l'algorithme (règle du �delta�)

L'algorithme de rétro propagation standard se résume donc à la série
d'étapes suivantes :

1. Initialiser tous les poids à des petites valeurs aléatoires dans l'in-
tervalle [-o.5 ;0.5].

2. Normaliser les données d'entraînement.

3. Permuter aléatoirement les données d'entraînement.

4. Pour chaque donnée d'entraînement n :

(a) Calculer les sorties observées en propageant les entrées vers l'avant.

(b) Ajuster les poids en rétro propageant l'erreur observée

Wji(n) = wji(n− 1) + ∆wji(n) = wji(n− 1)ηδj(n)yi(n) (1.3)

Où le �gradient local� est dé�ni par :

δj(n) =

{
ej(n)yj(n)[1− yj(n)] si j ∈ couchedesortie
yj(n)[1− yj(n)]

∑
k δk(n)wkj(n) si j ∈ couchecache

(1.4)
Avec 0 ≤ η ≤ 1 représentant le taux d'apprentissage et yi(n) repré-
sentant soit La sortie du neurone i sur la couche précédente, si celui-ci
existe, soit l'entrée i autrement.
5. Répéter les étapes 3 et 4 jusqu'à un nombre maximum d'itérations
ou jusqu'à ce que la racine de l'erreur quadratique moyenne (EQM)
soit inférieure à un certain seuil.

1.3 L'apprentissage profond

Jusqu'à tout récemment, la grande majorité de la recherche en appren-
tissage automatique se concentrait sur des architectures peu profondes.
Y. Lecun et al [33] Indiquent que les architectures peu profondes comme les
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Perceptrons multicouches ou les machines à vecteurs de supports sont mal
adaptées pour la résolution de problèmes complexes comme la vision arti�-
cielle. Le problème des architectures peu profondes (au plus deux couches) est
qu'elles peuvent nécessiter un nombre exponentiel d'éléments sur la couche
cachée. Les réseaux profonds sont composés de plusieurs couches caché avec
un nombre élevée de neurones, l'apprentissage du réseau de neurones complet
par rétro-propagation du gradient fait converger le réseau vers un minimum
local. Le Deep Learning, ou � apprentissage profond �, correspond donc aux
recherches permettant d'entraîner un réseau comprenant plusieurs couches
internes. En général, une architecture profonde est composée de plusieurs
couches non-linéaires paramétrées, possèdent un meilleur pouvoir de repré-
sentation que les architectures peu profondes. Chaque couche permet une
représentation de plus haut niveau que la précédente. On espère donc ap-
prendre une représentation abstraite des données, dans laquelle la tâche à
résoudre sera plus facile[23, 15, 24].

Figure 1.12: L'apprentissage en profondeur

1.3.1 Dé�nition de réseau de neurone profond

Le Deep Learning ou � apprentissage profond � est une famille d'ap-
prentissage automatique, est un réseau de neurone non bouclé avec de nom-
breuses couches cachées. La théorie est que si le réseau de neurone est autorisé
à trouver des représentations signi�catives à plusieurs niveaux, la fonction
l'apprentissage en profondeur est le mieux. Le premier niveau caché pourrait
représenter des bords ou des traits, le second serait une combinaison de bords
/ traits, c'est-à-dire des coins / cercles, etc., chaque couche voyant des mo-
dèles dans les niveaux inférieurs et représentant de plus en plus des concepts
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abstraits.[33]
Les architectures majeures des réseaux profonds[44, 57] :
• Réseau Auto encoder
• Réseaux de croyances profondes (Deep belief networks)
• Les machines de Boltzmann restreintes (RBM)
• Réseaux de neurones à convolutions
• Réseaux de neurones récurrents .

1.3.2 Réseaux de neurones à convolutions

Les réseaux de neurones à convolution sont à ce jour les modèles les plus
performants pour la classi�cation. Désignés par l'acronyme CNN, de l'an-
glais Convolutional Neural Network, son objectif est d'apprendre des fonc-
tionnalités d'ordre supérieur dans les données via des convolutions[40]. Leur
conception suit la découverte de mécanismes visuels dans les organismes vi-
vants. Ces réseaux de neurones à convolution sont capables de catégoriser
les informations des plus simples aux plus complexes. Ils consistent en un
empilage multicouche de neurones, des fonctions mathématiques à plusieurs
paramètres ajustables, qui pré-traitent de petites quantités d'informations.
Les réseaux convolutifs sont caractérisé par leurs premières couches convolu-
tionelles (généralement une à trois). Une couche convolutive, est basée comme
son nom l'indique sur le principe mathématique de convolution, et cherche à
repérer la présence d'un caractéristique (dans un signal ou dans une image
par exemple). Les réseaux neuronaux convolutifs ont de nombreuses applica-
tions dans la reconnaissance d'images, de vidéos ou le traitement du langage
naturel[12, 44].

1.3.2.1 Architecture générale du CNN

Une architecture CNN est formée par un empilement de couches de trai-
tement indépendantes :
-La couche de convolution (CONV) qui traite les données d'un champ récep-
teur.
-La couche de pooling (POOL), qui permet de compresser l'information en ré-
duisant la taille de l'image intermédiaire (souvent par sous-échantillonnage).
-La couche de correction (ReLU), souvent appelée par abus 'ReLU' en réfé-
rence à la fonction d'activation (Unité de recti�cation linéaire).
-a couche "entièrement connectée" (FC), qui est une couche de type percep-
tron.
-La couche de perte (LOSS).
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Un exemple : En entrée, une image est fournie sous la forme d'une matrice de
pixels. Elle a 2 dimensions pour une image en niveaux de gris. La couleur est
représentée par une troisième dimension, de profondeur 3 pour représenter les
couleurs fondamentales [Rouge, Vert, Bleu], une image est passée de couche
d'entrée jusqu'à la couche de sortie à travers une succession de �ltres, ou
noyaux de convolution, créant de nouvelles images appelées cartes de convo-
lutions. Certains �ltres intermédiaires réduisent la résolution de l'image par
une opération de maximum local. Au �nal, les cartes de convolutions sont
mises à plat et concaténées en un vecteur de caractéristiques. Ce vecteur de
caractéristique est ensuite branché en entrée d'une deuxième partie, consti-
tuée de couches entièrement connectées (perceptron multicouche). Le rôle de
cette partie est de combiner les caractéristiques du code CNN pour classer
l'image. La sortie est une dernière couche comportant un neurone par caté-
gorie. Les valeurs numériques obtenues sont généralement normalisées entre
0 et 1, de somme 1, pour produire une distribution de probabilité sur les
catégories[44, 12, 40] .

Figure 1.13: Architecture générale d'un réseau de neurone à convolution

Dans ce dessous, un explication détaillée des parties de réseaux de neu-
rone à convolution.

1.3.2.1.1 Couches d'entrée :
La couche d'entrée accepte un entrée généralement sous la forme spatiale de
la taille (largeur hauteur), si l'entrée est un image un champ de profondeur
supplémentaire représente les canaux de couleurs [44].
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Figure 1.14: Représentation de la connexion entre la matrice de la couche
entrée et La première couche caché

1.3.2.1.2 Couches d'extraction des caractéristiques :

1. Couches convolutives :
. Les couches de convolution sont considérées comme les éléments de
base des architectures CNN . Ces couches contient un bloc de construc-
tion commencer avec un ensemble de �ltres qui était étendu à travers
toute la profondeur du volume d'entrée [44].
Une convolution est dé�nie comme une opération mathématique dé-
crivant une règle pour la fusion de deux ensembles d'informations. Il
applique un noyau de convolution appelé Kernel ou bien �ltres sur le
volume d'entrée pour donne comme un sortie une carte de caracté-
ristiques . L'opération de convolution est illustrée dans la �gure 1.15,
est connue sous le nom de détecteur des caractéristiques d'un CNN.
L'entrée d'une convolution peut être une donnée brute ou une sortie
de carte des caractéristiques d'une autre convolution [40].
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Figure 1.15: L'opération de convolution

La �gure 1.15 illustre comment le noyau est glissé à travers les don-
nées d'entrée pour produire les cartes des caractéristiques (sortie). A
chaque étape, le noyau est multiplié par les valeurs de données d'entrée
dans ses limites, créant une seule entrée dans la carte des caractéris-
tiques en sortie. En pratique, la sortie est grande si la caractéristique
que nous recherchons est détectée dans l'entrée. Les couches de convo-
lution ont des paramètres et des hyperparamètres supplémentaires. La
descente en gradient est utilisée pour entraîner les paramètres de cette
couche de sorte que les scores de classe soient cohérents avec les éti-
quettes de l'ensemble d'apprentissage.
Voici les principaux composants des couches convolutives [44] :
• Filtres
• Cartes d'activation
• Hyperparamètres spéci�ques aux couches

(1) Filtres
Les �ltres sont une matrice de poids dans laquelle sa largeur et
sa hauteur sont inférieure à la largeur et à la hauteur du volume
d'entrée.
Des �ltres sont appliqués sur la largeur et la hauteur du volume
d'entrée d'une manière glissante, comme le montre la �gure(1.16),
sont également appliqués pour chaque profondeur du volume d'en-
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trée. Un produit scalaire entre le �ltre et la région d'entrée pour
obtenir la carte d'activation.

Figure 1.16: Filtre de convolution

(2) Les Cartes d'activation
La carte d'activation est un matrice contient les sorties de produit
scalaire entre le �ltre et le volume d'entrée .

(3) Hyperparamètres spéci�ques aux couches
Voici les hyperparamètres qui organiser l'arrangement spatial et la
taille du volume de sortie d'une couche de convolution :

- Taille du �ltre (ou du noyau)

- Profondeur de la couche

- Le pas

-La marge (à 0) ou zéro padding
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a- Taille du �ltre

Chaque �ltre est petit dans l'espace par rapport à la largeur et la
hauteur des données d'entrée.
b-Profondeur de la couche

Profondeur de la couche c'est le sortie de la convolution c'est-à-
dire le nombre des cartes de caractéristiques.

c- Le pas

contrôle le chevauchement des champs récepteurs. Plus le pas est
petit, plus les champs récepteurs se chevauchent et plus le volume
de sortie sera grand.

d-La marge (à 0) ou zero padding
parfois, il est commode de mettre des zéros à la frontière du vo-
lume d'entrée. La taille de ce 'zero-padding' est le troisième hyper
paramètre. Cette marge permet de contrôler la dimension spatiale
du volume de sortie.

2. Maxpooling / subsampling

En plus des couches de convolution, les réseaux de neurones à convo-
lution contiennent également des couches de pooling. Les couches de
pooling sont généralement utilisées immédiatement après les couches
de convolution. Ce que les couches de pooling font est de simpli�er l'in-
formation dans la sortie de la couche de convolution. En détail, une
couche de pooling prend chaque sortie de carte des caractéristiques
de la couche de convolution et prépare une carte des caractéristiques
condensée. Il y a plusieurs façons de faire cette mise en commun,
comme prendre la moyenne ou le maximum, ou une combinaison li-
néaire apprise des neurones dans le bloc. Par exemple, la �gure(1.17)
montre max pooling sur une fenêtre 2 2. Un grand avantage est qu'il
y a beaucoup moins de fonctionnalités groupées, ce qui permet de ré-
duire le nombre de paramètres nécessaires dans les couches ultérieures.
Max-pooling n'est pas la seule technique utilisée pour pooling. Une
autre approche courante est connue sous le nom de l2pooling. Ici, au
lieu de prendre l'activation maximale d'une région de neurones, on
prend la racine carrée de la somme des carrés des activations dans la
région ,alors que les détails sont di�érents, l'intuition est similaire à
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max-pooling : l2pooling est un moyen de condenser les informations
de la couche convolutionnelle. En pratique, les deux techniques ont
été largement utilisées [22, 21].

Figure 1.17: l'operation de Maxpooling

1.3.2.1.3 La fonction d'activation Il est possible d'améliorer l'e�ca-
cité du traitement en intercalant entre les couches de traitement et une
couche qui va opérer une fonction mathématique (fonction d'activation) sur
les signaux de sortie. La fonction ReLU (abréviation de Unités Recti�é li-
néaires) : F(x)=max(0,x) Cette fonction force les neurones à retourner des
valeurs positives[44].

1.3.2.1.4 Couches classi�cation La sortie de la partie convolutive est
ensuite branchée en entrée d'une deuxième partie, constituée de couches en-
tièrement connectées .
La structure d'une couche entièrement connectée est la même que celle d'une
couche dans un réseau de neurones simple, utiliser cette couche pour calculer
les scores de classe utilisent comme sortie du réseau. les couches entièrement
connectées e�ectuent des transformations sur le volume de données d'entrée
qui sont fonction des activations dans le volume d'entrée et des paramètres
(poids et biais des neurones)[44].

1.3.2.1.5 Dropout Les couches "FC" (Fully Connected) occupent la
majeure partie de la mémoire du CNN. D'ailleurs le concept de FC crée
un problème exponentiel de mémoire appelé "over�tting" ("sur-connexion"
conduisant au sur-apprentissage) ralentissant le traitement de l'information.
Pour prévenir cela, la méthode du dropout est utilisée pour "éteindre" les
neurones aléatoirement (avec une probabilité prédé�nie, souvent un neurone
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sur deux) ainsi que les neurones périphériques. Ainsi, avec moins de neurones,
le réseau est plus réactif et peut donc apprendre plus rapidement. À la �n de
la séance d'apprentissage, les neurones "éteints" sont "rallumés" (avec leurs
poids originaux). Plus la couche FC est proche de l'image source, moins on
éteindra de neurones[40].

1.3.2.1.6 Couche de perte (LOSS) La couche de perte spéci�e com-
ment l'entrainement du réseau pénalise l'écart entre le signal prévu et réel.
Elle est normalement la dernière couche dans le réseau. Diverses fonctions
de perte adaptées à di�érentes tâches peuvent y être utilisées. La fonction �
Softmax � permet de calculer la distribution de probabilités sur les classes
de sortie[40].

1.4 Conclusion

Grâce à des bases de données colossales, l'apprentissage à profondeur per-
met de produire des performances exceptionnelles, bien meilleures que celles
réalisées jusqu'à présent, en réduisant considérablement le taux d'erreurs. Ses
applications se sont multipliées, notamment en matière de reconnaissance du
visage, de voiture autonome, ou encore de traitement de l'imagerie médicale.
L'utilisation du l'apprentissage à profondeur dans ce dernier domaine va en-
traîner une révolution en médecine dans les années à venir. On commence
également à assister à une révolution similaire concernant la compréhension et
le traitement de la langue naturelle. L'apprentissage à profondeur est surtout
devenu la pièce maîtresse de l'industrie de l'Internet, qui l'utilise notamment
pour le �ltrage des contenus et des résultats de recherche.
Dans le chapitre suivant on va dé�nir le domaine d'analyse de texte , le
processus et les techniques utiliser ainsi que des exemples du domaine d'ap-
plication .
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2.1 Introduction

L'analyse de textes ou bien la fouille de texte (text mining) est l'héri-
tière directe de la fouille de données (data-mining), introduite au milieu des
années quatre-vingt-dix sous le terme Knowledge Discovery in Textual Da-
tabases (KDT) ou Text Data Mining (TDM), puis traduit en français par
Extraction des Connaissances à partir des Textes (ECT).
A cette époque, les ordinateurs personnels se généralisent, leur capacité de
calcul et de mémorisation atteignent des seuils tels qu'ils commencent à pou-
voir traiter des grandes quantités d'informations. La complexité inhérente à la
quantité énorme et croissante de données textuelles peut maintenant être ap-
prochée e�cacement, ce qui permet la découverte des relations intéressantes
dans les documents, e-mails, pages Web et autres sources d'informations non
structurées. Le besoin des approches de l'analyse des textes e�caces devient
plus important si l'on considère que, la plupart des informations organisation-
nelles disponibles dans les entreprises modernes sont présentées sous forme
textuelle.
les systèmes des analyses de texte et les opérations de pré-traitement sont
centrées sur l'identi�cation et l'extraction des informations représentatives
pour les documents en langage naturel. Ces opérations de pré-traitement
sont responsables de la transformation des données non structurées stockées
dans les collections de documents en un format intermédiaire plus explicite-
ment structuré, ce qui n'est pas pertinent pour la plupart des systèmes de
fouille du donnée [26, 18, 16].
Dans ce chapitre , on va dé�nir le domaine d'analyse du texte et le proces-
sus, les techniques qu'on va suivre ainsi que les types des problèmes résolus
et quelques exemples d'analyses de texte et on va terminer avec les travaux
connexes.

2.1.1 Dé�nition Analyse des textes

: L'ère de l'information a conduit au développement d'une grande variété
d'outils et d'infrastructures pour capturer et stocker des quantités massives
de données textuelles. Il n'est pas pratique pour un individu (ou un groupe
d'individus) de traiter des grandes données textuelles et d'extraire des infor-
mations, des sentiments ... etc.
L'analyse de textes est un ensemble de processus permettant, à partir d'un
ensemble des ressources textuelles, de construire des connaissances pouvant
être représentées dans un langage formel et appliquer sur des textes en di�é-
rent format : classi�cation, regroupement, recherche dans des document, ...
etc [50, 4, 13].
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2.1.2 Processus d'analyse des textes

L' d'analyse des textes est un processus itératif comprenant une liste de
six processus successifs (Figure 2.1)

Figure 2.1: Processus d'analyse des textes

1. Pré-traitement(Nettoyage des données) : Après la première opé-
ration que doit e�ectuer un système d'analyse des textes à savoir la
reconnaissance des termes utilisés, expurger le plus possible les in-
formations inutiles des documents a�n que les connaissances gardées
soient aussi pertinentes qu'il se peut.
La phase de pré-traitement commence par une tokenisation qui est
la division d'un document en termes. En e�et dans les documents
textuels des nombreux mots apportent peu d'informations sur le do-
cument concerné. Les algorithmes dits de "Stop Words" s'occupent
de les éliminer. Un autre traitement nommé "Stemming" permet éga-
lement de simpli�er les textes tout en augmentant leurs caractères
informatifs .
Les mots restants sont saisis pour la sélection et la réduction des carac-
téristiques. Une fois caractéristiques(termes) réduites, les documents
sont représentés en format vectoriel et sont prêts pour l'analyse[37,
17, 53].
L'étape de prétraitement du texte est en outre divisée en :
a.tokenisation
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b.Suppression de stopword
c.lemmatisation
d.stemming.

2. Intégration de données : Le processus d'intégration de données
combine les données provenant de di�érentes sources. Les données
d'entrées généralement sont collectées à partir de plusieurs bases de
données ayant chacune une structure et une dé�nition de données
distincte. Dans ce cas, le processus d'intégration de données insère
les données dans un seul magasin de données (entrepôt des données)
cohérent à partir de ces sources de données multiples[42].

3. Sélection de données :Tente de trouver le sous-ensemble optimal
d'un ensemble de données. A partir des sources de données le pro-
cessus de sélection de données récupère les termes jugées pertinentes
pour les utilisées dans les étapes suivantes du processus d'analyse de
données des données[42, 19].

4. Transformation de données : Dans la phase de transformation,
les données sources vont être converties en format approprié pour le
processus d'extraction des connaissances[42].

5. Analyse de données : Dans le processus d'analyse de données, des
méthodes intelligentes sont appliquées a�n d'extraire les modèles de
données, par exemple : pour résoudre un tel problème de prédiction,
les données sont d'abord converties en instances d'une représentation
dé�nie, puis transmises à un algorithme d'apprentissage automatique.
Les modèles trouvés sont ensuite généralisés, de sorte qu'ils peuvent
être appliqués pour déduire de nouvelles informations à partir de don-
nées non vues[56, 42].

6. Évaluation de modèle : L'évaluation du modèle est la tâche de
découvrir des modèles intéressants parmi un ensemble des modèles et
des connaissances extraites[42].

7. Présentation de la connaissance : La représentation des connais-
sances comprend des techniques de visualisation, qui sont utilisées
pour interpréter la connaissance découverte à l'utilisateur. générale-
ment, l'objectif de l'analyse de donnée est d'aider à la prise de dé-
cision en fournissant des modèles compréhensibles aux utilisateurs.
En e�et, les utilisateurs ne demandent pas des pages et des pages
de chi�res, mais des interprétations des modèles obtenus. Les expé-
riences montrent que les modèles simples sont plus compréhensibles
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mais moins précis, alors que ceux complexes sont plus précis mais
di�ciles à interpréter[35, 42].

2.1.3 Représentation des textes

Les textes en langage naturel ne peuvent pas être directement interprétés
par un classi�eur ou par les algorithmes de classi�cation. Ces derniers ne sont
pas capables de traiter directement ces textes. Ainsi une étape de représenta-
tion numérique est nécessaire. La représentation mathématique généralement
utilisée est l'utilisation d'un espace vectoriel comme espace de représentation
cible. La caractéristique principale de cette représentation est que chaque
terme est associée à une dimension propre au sein de l'espace vectoriel[4].

2.1.3.1 Représentation en � sac de mots �

L'idée est de transformer les textes en vecteurs dont chaque composante
représente un mot. Les mots ont l'avantage de posséder un sens explicite.
Il faut alors gérer les sigles, ainsi que les mots composés , ceci nécessite un
pré-traitement linguistique. On peut choisir de conserver les majuscules pour
aider, par exemple, à la reconnaissance de noms propres, mais il faut alors
résoudre le problème des débuts de phrases. Les composantes du vecteur sont
une fonction de l'occurrence des mots dans le texte. Cette représentation des
textes exclut toute analyse grammaticale et toute notion de distance entre
les mots : c'est pourquoi cette représentation est appelée � sac de mots �
(voir la �gure 2.2)[27].

Figure 2.2: Exemple de la représentation d'un texte en sac de mots
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2.1.3.2 Représentation des textes avec des racines lexicales et des
lemmes

Dans le modèle précédent (représentation en � sac de mots �), chaque
�exion d'un mot est considérée comme un descripteur di�érent et donc une
dimension de plus, ainsi, les di�érentes formes d'un verbe constituent autant
de mots. Par exemple : les mots � déménageur, déménageurs, déménagement,
déménagements, déménager, dé-ménage, déménagera, etc. � sont considérés
comme des descripteurs di�érents alors qu'il s'agit de la même racine � dé-
ménage �, les techniques de désu�xation (ou stemming), qui consistent à
rechercher les racines lexicales, et de lemmatisation cherchent à résoudre
cette di�culté.
Pour la recherche des racines lexicales, plusieurs algorithmes ont été proposés,
l'un des plus connus pour la langue anglaise est l'algorithme de Porter [39].
La lemmatisation consiste à remplacer les verbes par leur forme in�nitive, et
les noms par leur forme au singulier. Un algorithme e�cace, nommé Tree-
Tagger [47], a été développé pour les langues anglaise, française, allemande
et italienne[27].

2.1.3.3 Représentation des textes par des phrases

Malgré la simplicité de l'utilisation des mots comme unité de représen-
tation, certains auteurs proposent plutôt d'utiliser les phrases comme unité.
Les phrases sont plus informatives que les mots seuls, par exemple : � ma-
chine learning � ou � world wide web � car les phrases ont l'avantage de
conserver l'information relative à la position du mot dans la phrase.
Logiquement, une telle représentation doit obtenir de meilleurs résultats
que ceux obtenus via les mots. Mais les expériences présentées ne sont pas
concluantes car, si les qualités sémantiques sont conservées, les qualités statis-
tiques sont largement dégradées : le grand nombre de combinaisons possibles
entraîne des fréquences faibles et
On ne considère pas toutes les séquences possibles mais on tente d'e�ectuer
une sélection des phrases, en privilégiant celles qui sont sémantique ment
riche. Dans la phrase "Le gentil lapin orange mange la carotte bleue" par
exemple, on peut dire que des séquences comme "gentil lapin orange","carotte
bleue","lapin orange", ... sont porteuses de sens. Alors que les séquences
"orange mange","le gentil" ...etc, sont insigni�antes. Une autre approche de
Caropreso et les autres [8] qui proposent d'utiliser des phrases statistiques
comme descripteurs au lieu des phrases grammaticales qui ont amélioré consi-
dérablement la performance du classi�eur. Une phrase statistique est dé�nie
comme une collection de mots adjacents qui apparaissent ensembles mais qui
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ne respectent pas forcement les règles grammaticales.
Une autre étude menée par Scott et les autres [48] démontre que ce type de
représentation améliore la qualité des résultats par rapport aux méthodes de
type � sac de mots � lorsque les documents étudiés sont limités en nombre et
taille. De plus, ce type de représentation présente de grandes variations dans
la qualité de ses résultats en fonction du type de documents à classi�er[27, 37].

2.1.4 Techniques d'analyse des textes

L'analyse de Textes est utilisée pour extraire des informations, des connais-
sances ou des modèles intéressants à partir des documents non structurés
provenant de di�érentes sources. Il convertit les mots et les phrases en in-
formations non structurées en valeurs numériques qui peuvent être liées à
des informations structurées dans la base de données et analysées avec des
techniques anciennes de la fouille de données, c'est l'analyse des données
contenues dans texte en langage naturel. La �gure montre les techniques uti-
lisent dans l'analyse de textes[54].

Figure 2.3: Les techniques utilisent pour l'analyse des textes

2.1.4.1 L'extraction d'information

Extraction d'information (EI) implique directement avec le processus de
fouille du texte, permet extraire des informations utiles à partir des textes.
EI traite de l'extraction d'entités, d'événements et des relations spéci�és à
partir des sources de texte non restreintes. L'IE peut être décrit comme la
création d'une représentation structurée d'informations sélectionnées tirées
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de textes[58].

Les informations extraites fournissent des données plus concises et plus
précises, telles que celles utilisées pour la catégorisation des textes, et les
informations tendent à représenter les concepts et les relations, qui sont plus
signi�catives et se rapportent directement au domaine du document examiné.
Les éléments pouvant être extraits du texte
Il existe quatre types d'éléments de base qui peuvent actuellement être ex-
traits du texte.

Entités :Les entités sont les éléments de base qui peuvent être trouvés
dans les documents texte, par exemple : les personnes, les entreprises, les
lieux, les gènes et les médicaments,...etc.

Les attributs : Les attributs sont des caractéristiques des entités extraites,
par exemple : les attributs sont le titre d'une personne, l'âge d'une personne
et le type d'organisation.

Faits :Les faits sont les relations qui existent entre les entités, exemple :
un relation de travail entre une personne et une entreprise .

Événements : Un événement est une activité ou une occurrence d'intérêt
dans laquelle des entités participent comme un acte terroriste, une fusion
entre deux entreprises, un anniversaire...etc[18].

2.1.4.2 La Recherche d'Information (RI)

La Recherche d'Information est une discipline de recherche qui intégré des
modèles et des techniques dont le but est de faciliter l'accès à l'information
pertinente pour un utilisateur ayant un besoin en information. Ce besoin en
information est souvent formulé en langage naturel par une requête décrite
par un ensemble de mots-clés. L'objectif de tout Système de RI (SRI) est
alors de retrouver dans une collection de documents ceux qui sont suscep-
tibles d'être pertinents à une requête . L'enjeu majeur ne se situe donc pas
dans la � compréhension � d'un document mais sur la capacité du système à
distinguer un document d'un autre. La présence d'un mot, d'un mot-clé ou
d'un terme dans un document peut ainsi être pondérée, par exemple, par le
TF-IDF (Term Frequency - Inverse Document Frequency) re�étant son pou-
voir discriminant. Les temps de réponse doivent être courts et les méthodes
de représentation vectorielle des documents sont très performantes.
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Un concept de base pour la recherche d'information est de mesurer la
similarité : une comparaison est faite entre deux documents, mesurant à quel
point les documents sont similaire. une mesure de similarité raisonnable est
la distance de cosinus, qui met l'accent sur les propriétés des textes qui se
produisent réellement .
Les utilisateurs peuvent soumettre des requêtes de recherche sur l'index pour
récupérer les informations les plus pertinentes pour les termes de la requête.
Les champs de méta-données générés par les analyseurs peut être utilisé dans
les index pour activer di�érents types de fonctionnalités pour l'interrogation,
un index de recherche contient un entrée pour chaque propriété mesurée.
Chaque entrée pointe vers tous les textes pertinents en ce qui concerne la
propriété.

2.1.4.3 Le Processus de traitement automatique de la langue

Le traitement du langage naturel est le problème le plus di�cile dans le
domaine de l'intelligence arti�cielle. C'est l'étude du langage humain pour
que les ordinateurs puissent comprendre des langages naturels semblables
à ceux des humains. Le traitement du langage naturel est concerné par la
génération du langage naturel (NLG) et la compréhension du langage natu-
rel (NLU). NLG s'assure que le texte généré est grammaticalement correct
et �uide. La plupart des systèmes NLG incluent un réalisateur syntaxique
pour s'assurer que les règles grammaticales telles que l'accord du verbe sujet
sont respectées et le plani�cateur de texte pour décider comment organi-
ser les phrases, le paragraphe et les autres parties de manière cohérente.
Le meilleur NLG connu application est la traduction automatique. NLU est
constitué d'au moins un des composants suivants : tokenization, analyseur
lexical, analyseur syntaxique et analyseur sémantique[41, 11].

2.1.4.4 Catégorisation

La Catégorisation de Textes (ou Text Categorization - CT) est une tâche
particulière de l'analyse des textes. Son objectif est d'a�ecter automatique-
ment un texte à une catégorie dé�nie au préalable en se basant sur le contenu
du texte. C'est une tâche qui remonte au début des années 60. En raison de
l'augmentation de la disponibilité des documents sous forme numérique et
de la nécessité d'accéder en souplesse, celle-ci a acquis un statut important
dans le domaine de la recherche d'information au début des années 90.
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L'avantage de la CT pour ces méthodes est qu'il existe souvent un corpus
d'apprentissage contenant des textes déjà classés. C'est typiquement le cas où
un expert a déjà élaboré les catégories, a indexé et classé quelques documents.

Nous pouvons distinguer trois types de catégorisation de textes :
-Catégorisation binaire : ce type de catégorisation correspond au �ltrage, elle
permet, par exemple, de répondre aux questions suivantes : � le document
est pertinent ou non ? �, � le courriel est un spam ou non � ?
-Catégorisation multi catégories : c'est le cas le plus général de la catégori-
sation à n classes. Le système doit a�ecter 0, 1 ou plusieurs catégories à un
même document.
- Catégorisation multi catégories disjointes : c'est une catégorisation à n classes
mais le document doit être a�ecté à une et une seule catégorie[4].

2.1.4.5 Clustering

Le clustering (regroupement) est une technique utilisée pour grouper des
documents similaires, mais di�ère de la catégorisation en ce que les docu-
ments sont regroupés sans utilisation des sujets prédé�nis.
Dans le contexte de l'analyse de texte, le regroupement divise la collection
des documents en groupes mutuellement exclusifs en fonction de la présence
des thèmes similaires. Dans la plupart des applications métier impliquant
des grandes quantités de données textuelles, il est souvent di�cile de pro-
�ler chaque groupe en lisant et en examinant manuellement tout le texte
d'un groupe. Au lieu de cela, le thème d'un groupe est identi�é en utilisant
un ensemble de termes descriptifs que chaque groupe contient. Ce vecteur de
termes représente les poids mesurant la façon dont le document s'inscrit dans
chaque groupe. Les thèmes aident à mieux comprendre le client, les concepts
ou les événements. Le nombre de groupe identi�ées peut être contrôlé par
l'analyste.

2.1.5 Des Exemples sur les applications d'analyses de

texte

1. Bioinformatique
Les industries des sciences de la vie et des soins de santé génèrent une
grande quantité de données textuelles et numériques concernant les
dossiers des patients, les maladies, les médicaments, les symptômes et
les traitements des maladies et bien d'autres encore. C'est un grand
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dé� de �ltrer un texte approprié et pertinent pour prendre une dé-
cision à partir d'un grand dépôt biologique. Les dossiers médicaux
sont de nature variable, le vocabulaire complexe, long et technique
est utilisé pour rendre le processus de découverte des connaissances
très di�cile. Les outils de fouille de texte dans le domaine biomédical
fournissent une occasion d'extraire des informations précieuses, leur
association et inférer la relation entre diverses maladies, espèces et
gènes. L'utilisation d'outils d'analyse de texte appropriés dans le do-
maine médical aide à évaluer l'e�cacité des traitements médicaux qui
démontrent l'e�cacité en comparant di�érentes maladies, symptômes
et leur traitement[29, 14, 49].

2. Intelligence d'a�aires :

L'analyse de texte joue un rôle important dans l'intelligence d'a�aires
qui aide les organisations et les entreprises à analyser leurs clients et
leurs concurrents pour prendre de meilleures décisions . Le risque de
faire une mauvaise prédiction devrait être réduit. La plupart des tech-
niques de fouille de données sont créées pour gérer la prédiction . Le
problème avec la fouille de données est qu'elle ne peut aider que jus-
qu'à un certain point, puisque la plupart des données sont disponible
dans les textes (rapports, notes de service, courriels, document de pla-
ni�cation, etc.). Les techniques de fouille de données et de fouille de
texte peuvent se compléter les unes les autres. Il donne un aperçu plus
approfondi des a�aires et donne des informations sur comment amélio-
rer la satisfaction du client et obtenir des avantages compétitifs[29, 49].

3. la sécurité sur Internet
L'utilisation de l'outil du fouille de texte dans le domaine de la sécu-
rité est devenue fait important. Un grand nombre de logiciels de la
fouille de texte est commercialisé pour des applications de sécurité,
en particulier la surveillance et l'analyse des sources de texte en ligne,
telles que internet nouvelles, blogs, courrier électronique,... etc. à des
�ns de sécurité . C'est aussi impliqué dans l'étude du cryptage / dé-
cryptage de texte[29, 14, 49].

4. Bibliothèques numériques

Des nombreuses techniques et outils d'analyse des textes sont utilisés
pour déterminer les modèles et les tendances des journaux et des pro-
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cédures à partir d'une quantité immense de référentiels. Ces sources
d'information aident dans le domaine de la recherche et du développe-
ment. Les bibliothèques sont une excellente source d'information pour
les chercheurs, les bibliothèques numériques tentent de comprendre
l'importance de leur collection. Il fournit une nouvelle méthode d'or-
ganisation de l'information de telle sorte qu'il est possible de disposer
des trillions des documents disponibles en ligne. Il fournit une nou-
velle façon d'organiser l'information et permet d'accéder à des millions
de documents en ligne. Bibliothèque numérique internationale Green-
Stone qui prend en charge plusieurs langues et interfaces multilingues
fournissent une méthode élastique pour extraire des documents qui
traitent plusieurs formats, à savoir Microsoft Word, PDF, PostScript,
HTML, langages de script et messages électroniques[29].

5. Domaine académique et de recherche

Dans le domaine de l'éducation, divers outils et techniques d'analyse
des textes sont utilisés pour analyser les tendances de l'éducation dans
une région spéci�que, l'intérêt des étudiants pour un domaine spéci-
�que et le taux d'emploi. L'utilisation de l'analyse des textes dans
le domaine de la recherche aide à trouver et classi�er documents de
recherche et matériel pertinent de di�érents domaines en un seul en-
droit. L'utilisation de k-means clustering et d'autres techniques aident
à identi�er les attributs des informations pertinentes. La performance
des élèves dans di�érents sujets peut être consulté et comment di�é-
rents attributs a�ectent la sélection des sujets[49].

2.1.6 L'apprentissage profond et Analyse de texte

L'apprentissage profond est une nouvelle méthode d'apprentissage dans
l'analyse de texte, elle peut améliorer la vitesse d'extraction des informations
textuelles a�n d'accéder rapidement aux connaissances souhaitées.
L'utilisation des techniques d'apprentissage profond pour extraire des re-
présentations de données signi�catives permet d'obtenir des caractéristiques
sémantiques à partir de telles données textuelles de grande dimension, ce
qui conduit également à la réduction des dimensions des représentations des
données .
Hinton et les autres [25] , écrivent un modèle génératif d' apprentissage pro-
fond pour apprendre les codes binaires des documents. La couche inférieure
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du réseau d'apprentissage profond représente le vecteur de comptage des mots
du document qui représente des données de grande dimension, tandis que la
couche supérieure représente le code binaire appris du document.
Dans le traitement du langage naturel, une grande partie du travail avec
des méthodes d'apprentissage profond a impliqué l'apprentissage de repré-
sentations des vecteurs de mots à travers des modèles de langage neuronal et
d'e�ectuer la composition sur les vecteurs des mots appris pour la classi�ca-
tion.
L'outil "word2vec" de Google est une autre technique d'extraction automa-
tisée de représentations sémantiques à partir de Big Data. Cet outil prend
en entrée un corpus de texte à grande échelle et produit les vecteurs de mots
en sortie. Il construit d'abord un vocabulaire à partir des données de texte
d'apprentissage et apprend ensuite la représentation vectorielle des mots, sur
laquelle le �chier vectoriel peut être utilisé comme caractéristiques dans des
nombreuses applications de traitement du langage naturel (NLP) et d'appren-
tissage automatique. Les réseaux de neurones à convolution (CNN) utilisent
des couches avec des �ltres de convolution qui sont appliqués aux fonction-
nalités locales, les modèles CNN ont ensuite montré être e�cace pour la
PNL et ont obtenu d'excellents résultats dans l'analyse sémantique analyse
syntaxique , recherche des requêtes , modélisation des phrases , et d'autres
tâches PNL[43, 31].

2.1.7 Les Travaux Connexes

La classi�cation des documents est nécessaire pour organiser les docu-
ments pour la récupération, l'analyse, la conservation et l'annotation. Les
chercheurs ont étudié et développé diverses méthodes de classi�cation des
documents. Travailler dans la communauté de recherche d'information a mis
l'accent sur les fondamentaux des moteurs de recherche tels que l'indexation
et les dictionnaires qui sont considérés comme des technologies de base dans
ce domaine . Des travaux plus récents ont employé des méthodes de fouille
de données et d'apprentissage automatique. Parmi les plus précises de ces
techniques, la machine à vecteurs de support (SVM) .
Les SVM utilisent les fonctions du noyau pour trouver des hyperplans de
séparation dans des espaces de grande dimension. SVM et les méthodes as-
sociées sont di�ciles à interpréter. Pour cette raison, de nombreux systèmes
de recherche d'information utilisent des arbres de décision et des méthodes
naïve Bayes. Ces méthodes sont plus faciles à comprendre et, en tant que
telles, peuvent prendre en charge la réformulation des requêtes, mais elles
manquent de précision. Certains travaux récents ont étudié la modélisation
des sujets pour fournir des interprétations similaires aux méthodes de naïve
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Bayes mais avec une précision améliorée . L'apprentissage en profondeur a
été largement utilisé pour le traitement d'images, mais de nombreuses études
récentes ont appliqué dans d'autres domaines tels que l'analyse de texte et
des données. L'architecture de base dans un réseau de neurones est un ré-
seau entièrement connecté de non-linéaire les n÷uds de traitement organi-
sés en couches. La première couche est la couche d'entrée, la couche �nale
est la couche de sortie et toutes les autres couches sont caché. Dans notre
travail, nous intéressons sur les réseaux de neurone à convolution (CNN) .
CNN fournissent d'excellents résultats dans la généralisation de la classi�-
cation des objets dans les images . Des travaux plus récents ont utilisé des
CNN pour l'analyse texte. Zhang et al. utilisaient des CNN pour la classi�-
cation de texte. Indépendamment d'application, les réseaux CNN requièrent
des grands ensembles d'apprentissage. Une autre architecture fondamentale
d'apprentissage profond utilisée est le réseau de neurone récurrent (RNN).
Les RNN connectent la sortie d'une couche à son entrée. Cette architecture
est particulièrement importante pour apprendre . Ces méthodes d'apprentis-
sage en profondeur ont la promesse de fournir une plus grande précision que
SVM et les méthodes connexes[39].

2.2 Conclusion

Des nombreuse des tâches de la fouille du textes ont étés proposées dans
la littérature parmi elles on trouve la catégorisation automatique de textes
qui s'impose comme un clé de technologie dans la recherche et l'extraction
d'information, où de nos jours, la demande d'outils de recherche permettant
de gérer la surcharge d'information a conduit à un intérêt pour la catégori-
sation automatique des textes dans l'espoir de réduire le travail humain de
façon signi�cative, et à résoudre des problèmes d'accès à l'information voulu
.
Dans le chapitre suivant, nous allons décrire l'architecture de notre système.
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3.0.1 Introduction

La catégorisation du texte est la tâche de l'analyse des textes, qui a de
nombreuses applications importantes telles que l'analyse des sentiments et
la catégorisation des sujets, regroupement ,...etc, Récemment, plusieurs va-
riantes des réseaux neuronaux convolutifs (CNN) ont été montré pour at-
teindre une grande précision sur la catégorisation de texte pour cela nous
allons proposer un processus d'analyse de texte.

3.0.2 Objectif de notre travail

Notre objectif est de réaliser un système capable de classi�er les textes
dans des grandes collections des documents en utilisant le réseau de neurones
à convolution profond.

3.0.3 Conception globale du système

Globalement, notre système suit les étapes suivantes pour construire un
modèle de classi�cation des textes :
la première étape est un pré-traitement des données textuelle, le résultat
de cette étape est un représentation vectorielle des textes qui était l'entrée
de réseau du neurone à convolution, �nalement, on construire un modèle de
classi�cation du texte .
On peut schématiser la conception est schématisé comme suit :

48



Chapitre 3 Conception

Figure 3.1: La conception globale du système de classi�cation

La conception globale comprend deux phase : la phase d'apprentissage et
la phase de classi�cation.
Les deux phases contient les étapes suivant : la collecte des textes nécessaires
à l'analyse, la deuxième étape c'est le prétraitement qui consiste à extraire,
nettoyer, analyser les mots extraits pour identi�er les entités, supprimer les
mots d'arrêt et véri�er l'orthographe. L'étape la plus importante après l'ana-
lyse(prétraitement) est la transformation de texte en vecteur, cette étape
traite la représentation numérique du texte, généralement la méthode la plus
utilisé pour la représentation vectorielle du texte est Word2Vector.
La phase d'apprentissage contient un étape d'apprentissage de CNN qui
consiste à prendre en entrés les vecteurs et produire en sortie un modèle
de classi�cation du texte.

3.0.4 Conception détaillée du système

Pour la conception détaillée, Notre système comprend quatre étapes prin-
cipales qui sont : Préparation des données textuelle, pré-traitement, l'appren-
tissage de CNN et �nalement le modèle de classi�cation.
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Figure 3.2: Architecture détaillée du système

3.0.4.1 Prétraitement de texte

L'entrée du système est un ensemble de documents. Un document est un
texte, par exemple un e-mail, chapitre dans un livre, réponse à une question
ouverte, ... etc). Le prétraitement est très important dans le processus de
classi�cation car la construction du modèle est basée sur les données pré-
parées. En e�et les textes qui ne sont pas préparées correctement peut de
donner un modèle non performant[34].
Ainsi le prétraitement comprend plusieurs étapes illustrer dans la �gure(3.3)
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Figure 3.3: Processus de prétraitement

1. Tokenization

Tokenization est la tâche de l'analyse du contenu d'un document
consiste à identi�er les éléments qui le composent. Cela peut être fait
par un lexer. Un lexer prend une séquence de caractères en entrée
et la divise en jetons qui sont généralement les mots. Une approche
simple pour ce faire est de simplement diviser tous les caractères non
alphanumériques. Les signes de ponctuation sont un autre problème.
Le pire est le chinois où il n'y a pas d'espaces blancs. Une autre fa-
çon d'e�ectuer la tokenisation est d'analyser le texte en fonction d'un
ensemble prédé�ni des règles. Un exemple d'une telle application est
�ex qui génère la source code pour un lexer en C[34].

2. Elimination de stop words

Elimination de stop words ou le �ltrage consiste à supprimer tous les
mots standards dans un texte, ce sont des mots très communs et utili-
sés dans pratiquement tous les textes. Leur présence peut dégrader la
performance de l'algorithme de classi�cation en termes de coût et en
termes de précision de la classi�cation. Nous pouvons prendre comme
exemple pour l'anglais I, am, with, what, you,...etc.
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Et pour le français il s'agit d'éliminer par exemple :
• Les pronoms pronominaux : il, elle, je, lui, ceux. . . .
• Les auxiliaires : avoir, être et toutes leurs conjugaisons possibles .
• Les opérateurs de conjonction : avec, et, ou, aux. . .
• L', c' . . .

3. Lemmatisation :
La lemmatisation est la tâche qui considère le l'analyse morphologique
des mots, c'est-à-dire regrouper les di�érentes formes d'un mot a�n
qu'elles puissent être analysées comme un seul article. En d'autres
termes, les méthodes de lemmatisation tentent de cartographier les
formes verbales in�nitive tendu et noms à une seule forme.

4. Stemming
Les méthodes de stemming visent à obtenir la racine de mots déri-
vés. Les algorithmes d'étalement sont en e�et dépendants du langage.
L'algorithme le plus couramment utilisé est l'algorithme de Porter.

3.0.4.2 word2vector

Word2vec est une méthode fondée sur des réseaux de neurones arti�ciels.
Cette méthode propose deux architectures de réseaux de neurones : l'archi-
tecture en "sac-de-mots" continus (CBOW) et l'architecture Skip-gram. Ces
deux architectures se présentent sous la forme de réseaux de neurones ar-
ti�ciels simples. Ils sont constitués de trois couches : une couche d'entrée,
une couche cachée et une couche de sortie. La couche d'entrée contient soit
un "sac-de-mots" (CBOW), soit un mot seul (Skip-gram). La couche cachée
correspond à la projection des mots d'entrée dans la matrice des poids. Cette
matrice est partagée par tous les mots (matrice globale). En�n, la couche de
sortie est composée de neurones �softmax�. Pour des raisons de complexité
algorithmique due à la couche "softmax". Le couplage de ces fonctions avec la
simplicité de ces réseaux leur permettent d'être entraînés sur des très grandes
quantités de textes, et ainsi d'obtenir des modélisations de meilleure qualité
que les modèles plus complexes à base de récurrence ou de convolution[28].

1. Approche par sac-de-mots continus (CBOW)

L'architecture CBOW est un réseau de neurones devant prédire un
mot à partir de son contexte. La couche d'entrée représente la pré-
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sence ou l'absence des mots dans le contexte de manière binaire (i.e.
1 pour la présence, 0 pour l'absence).

Figure 3.4: Modèle général de CBOW

Chaque mot dans le contexte est projeté dans la matrice des poids
du modèle. La somme (ou la moyenne) de ces représentations passe
ensuite par la couche de sortie. En�n, le modèle compare sa sortie
avec le mot seul et corrige sa représentation par rétro-propagation du
gradient. Ce modèle cherche à maximiser l'équation :

1

T

T∑
t=1

log p(mt− c
2
...mt+ c

2
) (3.1)
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où T correspond à l'ensemble des mots dans le corpus et c correspond
à la taille de la fenêtre du contexte de chaque mot.

2. Approche par Skip-Gram
L'architecture Skip-Gram tente de prédire, pour un mot donné, le
contexte dont il est issu. La couche d'entrée de ce réseau est alors
un vecteur ne contenant qu'un seul mot. Le mot est projeté dans la
couche cachée puis dans la couche de sortie. Le contexte est ensuite
réduit de façon aléatoire à chaque itération. Le vecteur de sortie est
ensuite comparé à chacun des mots du contexte réduit et le réseau
se corrige par rétro-propagation du gradient. De cette manière, la re-
présentation du mot d'entrée va se rapprocher de chacun des mots
présents dans le contexte. Le réseau de neurones Skip-gram essaie de
maximiser une variation de l'équation de CBOW comme suit :

1

T

T∑
t=1

t+c∑
j=t−c,j 6=t

log p(mj|mt) (3.2)

Comparativement au CBOW, cette architecture permet une meilleure
modélisation des mots peu fréquents et permet de mieux capturer les
relations sémantiques.
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Figure 3.5: Modèle général de Skip-Gram

3.0.4.3 Apprentissage de CNN

À l'étape suivante, un réseau de neurone profond est formé avec les don-
nées appropriées, c'est le réseau de neurone à convolution a dé�ni le format
d'entrée et de sortie. L'entrée est un espace vectoriel du texte et la sortie est
la classe de texte. Un CNN a été implémenté parce qu'il a été prouvé qu'il est
possible d'obtenir des résultats impressionnants en utilisant des convolutions
sur la couche d'entrée pour calculer la sortie. Il a di�érentes couches :

1. Embedding

2. Dropout

3. Block de convolution

4. Concatenate
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5. Dropout

6. Fonction d'activation

Dans la couche d'embedding, les poids sont appliqués dans le réseau . Dro-
pout aide à éviter le surajustement en mettant des poids aléatoires à zéro.
Ensuite, un bloc de convolution est exécuté plusieurs fois et comprend trois
couches :

1. Convolution1D

2. Max pooling

3. Flatten

Le premier, Convolution1D, crée un noyau de convolution (�ltre ou détec-
teur de caractéristiques) qui est convolué avec l'entrée de la couche sur une
seule dimension spatiale pour produire un tenseur des sorties. Il a di�érents
paramètres qui spéci�ent ce qui suit :

� Taille du noyau :liste d'un nombre entier unique, spéci�ant la longueur
de la fenêtre du convolution 1D.

� Nombre de �ltres : Entier, la dimensionnalité de l'espace de sortie
(c'est-à-dire le nombre de cartes du caractéristique).

� Unité linéaire recti�ée (ReLU) :fonction d'activation non linéaire .

Ce bloc convolutif est exécuté en parallèle. Ensuite, les résultats sont conca-
ténés puis une fonction d'activation "softmax" est appliquée, elle réduit le
nombre de neurones au nombre de sorties possibles.

56



Chapitre 3 Conception

Figure 3.6: Schéma de CNN pour la classi�cation des phrases

La �gure 3.6 est représente un exemple d'un classi�cation d'une phrase
par CNN, la phrase est représenté dans un matrice de taille (75), On trouve
dans la partie de convolution trois tailles de régions(2,3,4) chacune ayant 2
�ltres. Les �ltres sont glisser sur la matrice de phrases et génèrent des cartes
de caractéristiques, La mise en commun (max pooling) 1-max est e�ectuée
sur chaque carte. Ainsi, une concaténation est appliquer sur les six cartes
et produire un vecteur de caractéristique. La dernière softmax �nale reçoit
ensuite ce vecteur de caractéristiques en entrée et l'utilise pour classer la
phrase, c'est une classi�cation binaire et donc deux états de sortie possibles.

3.1 Conclusion

Dans ce chapitre, nous avons appliqué la méthode du réseau de neurone
à convolution pour la classi�cation des textes en proposant une conception
générale et une conception détaillée du système. Dans le prochain chapitre,
nous présentons l'implémentation de notre système et les résultat obtenus.
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Chapitre 4 Implémentation

4.1 Introduction

Dans le chapitre précédent, nous avons présenté la conception globale et
détaillée d'un système de classi�cation des textes par CNN.
Dans ce chapitre, nous allons présenter en premier temps, le langage de pro-
grammation, l'environnement du développement avec les di�érentes outils
utilisées. Ensuite, nous allons exposer l'expérimentation que nous avons ap-
pliquées sur la méthode CNN et nous expliquons les résultats obtenus.

4.2 Environnement et outils de programmation

Python : est un langage portable, dynamique, extensible, gratuit, qui
permet (sans l'imposer) une approche modulaire et orientée objet de la pro-
grammation. Python est développé depuis 1989 par Guido van Rossum [?]
et de nombreux contributeurs bénévoles.

Nous avons choisi le langage de programmation Python dans notre projet
a propos de ses critères :

1. Python est portable :il fonctionne non seulement sur Linux, mais
aussi sur MacOS, et les di�érentes variantes de Windows.

2. Python : convient aussi bien à des scripts d'une dizaine de lignes
qu'à des projets complexes de plusieurs dizaines de milliers de lignes.

3. La syntaxe de Python : est très simple et, combinée à des types de
données évolués (listes, dictionnaires,...), conduit à des programmes à
la fois très compacts et très lisibles. À fonctionnalités égales, un pro-
gramme Python (abondamment commenté et présenté selon les canons
standards) est souvent de 3 à 5 fois plus court qu'un programme C
ou C++ (ou même Java) équivalent, ce qui représente en général un
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temps de développement de 5 à 10 fois plus court et une facilité de
maintenance largement accrue.

4.3 les outils utilisés (package)

Pour implémenter notre projet on besoin de quelques outils :
numpy : Python numérique, contenant la plupart des routines numériques
de base telles que la manipulation matricielle, l'algèbre linéaire, l'échantillon-
nage aléatoire, l'intégration numérique, etc.

nltk : est une plate-forme pour le traitement du langage naturel dans
Python, contenant un modèle de sac de mots, un tokenizer, des stemmers,
un chunker, des lemmatisateurs, des taggers de parties du discours, etc.

Gensim est une bibliothèque Python pour la modélisation de sujets,
l'indexation de documents et la recherche de similarité avec de grands cor-
pus, inclut les implémentations de tf-idf, projections aléatoires, algorithmes
word2vec et document2vec,...etc.
TensorFlow TM est une bibliothèque de logiciels open source pour le calcul
numérique haute performance. Son architecture �exible permet un déploie-
ment facile du calcul sur une variété de plates-formes (CPU, GPU, TPU), et
des ordinateurs de bureau aux clusters de serveurs aux périphériques mobiles
et périphériques. Développé à l'origine par des chercheurs et des ingénieurs
de l'équipe Google Brain au sein de l'organisation AI de Google, il béné�cie
d'un fort soutien pour l'apprentissage automatique et l'apprentissage en pro-
fondeur et le c÷ur de calcul numérique �exible est utilisé dans de nombreux
autres domaines scienti�ques.

Keras : est une bibliothèque Python minimaliste pour l'apprentissage
profond qui peut fonctionner sur Theano ou TensorFlow. Il a été développé
pour rendre la mise en ÷uvre des modèles d'apprentissage en profondeur
aussi rapide et facile que possible pour la recherche et le développement. Ke-
ras a été développé et maintenu par François Chollet, un ingénieur de Google
utilisant quatre principes directeurs :
Modularité : Un modèle peut être compris comme une séquence ou un gra-
phique seul. Toutes les préoccupations d'un modèle d'apprentissage en pro-
fondeur sont des composants discrets qui peuvent être combinés de manière
arbitraire.
Minimalisme : La bibliothèque fournit juste assez pour obtenir un résultat,
sans �oritures et en maximisant la lisibilité.
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Extensibilité : Les nouveaux composants sont intentionnellement faciles à
ajouter et à utiliser dans le cadre, destinés aux chercheurs pour tester et
explorer de nouvelles idées.
Python : aucun �chier modèle séparé avec des formats de �chiers personna-
lisés. Tout est Python natif.

ANACONDA est une distribution Python libre qui intègre directement
un grand nombre de packages (il n'est donc plus nécessaire de les installer,
mais on peut en ajouter d'autres si nécessaire avec le gestionnaire de packages
Conda).

4.4 Les bases de textes utilisées pour l'évalua-

tion

4.4.0.1 Reuters

Reuters est un corpus de dépêches en langue anglaise qui a été proposé
par l'agence de presse Reuters en 1987. Il correspond à une problématique de
classi�cation en plusieurs classes. Deux qualités principales caractérisent les
documents de Reuters c'est qu'ils sont courts et plutôt homogènes avec un
vocabulaire riche (environ 17000 mots), et la disponibilité gratuitement de la
base dans le Web. Du fait que la distribution des classes pour ces documents
est très faussée, deux sous-collections sont généralement considérées pour les
tâches de classi�cation de texte :
R10 - L'ensemble des 10 classes ayant le plus grand nombre d'exemples d'en-
traînement positif.
R90 - L'ensemble des 90 classes avec au moins un exemple positif d'entraî-
nement et de test.
De plus, beaucoup de ces documents sont classés comme n'ayant aucun sujet
ou avec plus d'un sujet. Comme le but est de considérer les ensembles de
données à étiquetage unique, tous les documents comportant moins d'un ou
plus d'un sujet ont été éliminés. Avec cela, certaines des classes dans R10 et
R90 ont été laissés sans train ou documents de test. En ne considérant que
les documents avec un seul sujet et les classes qui ont encore au moins un
train et un exemple de test, il nous reste 8 des 10 classes les plus fréquentes
et 52 des 90 originales. Suivant la convention habituelle.

1. Reuter(R8) L'ensemble Reuters-21578 R8 se compose de 7674 do-
cuments regroupés en 08 classes de sujets (acq, crude, earn, grain,
interest, money-fx, ship et trade), 5485 document pour l'apprentis-
sage et 2189 pour le testes.
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Catégorie Document d'apprentissage Document de teste Total
acq 1596 696 2292
crude 253 121 374
earn 2840 1083 3923
grain 41 10 51
interest 190 81 271
money-fx 206 87 293
ship 108 36 144
trade 251 75 326

Table 4.1: Répartition des documents par catégorie, avec le nombre de do-
cuments associés pour l'apprentissage et le test de la base Reuters R8

2. Reuter(R52) L'ensemble Reuters-21578 R52 est un ensemble ds do-
cument contient 9100 documents concernant 52 catégories de sujets
(acq, earn, etc ...), contient 6532 document pour l'apprentissage et
2568 pour le testes.
Catégorie Document d'apprentissage Document de teste Total
acq 1596 696 2292
alum 31 19 50
bop 22 9 31
carcass 6 5 11
cocoa 46 15 61
co�ee 90 22 112
copper 31 13 44
cotton 15 9 24
cpi 54 17 71
cpu 3 1 4
crude 253 121 374
dlr 3 3 6
earn 2840 1083 3923
fuel 4 7 11
gas 10 8 18
gnp 58 15 73
gold 70 20 90
grain 41 10 51
heat 6 4 10
housing 15 2 17
income 7 4 11
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Catégorie Document d'apprentissage Document de teste Total
instal-debt 5 1 6
interest 190 81 271
ipi 33 11 44
iron-steel 26 12 38
jet 2 1 3
jobs 37 12 49
lead 4 4 8
lei 11 3 14
livestock 13 5 18
lumber 7 4 11
meal-feed 6 1 7
money-fx 206 87 293
money-supply 123 28 151
nat-gas 24 12 36
nickel 3 1 4
orange 13 9 22
pet-chem 13 6 19
platinum 1 2 3
potato 2 3 5
reserves 37 12 49
retail 19 1 20
rubber 31 9 40
ship 108 36 144
strategic-metal 9 6 15
sugar 97 25 122
tea 2 3 5
tin 17 10 27
trade 251 75 326
veg-oil 19 11 30
wpi 14 9 23
zinc 8 5 13

Table 4.2: Répartition des documents par catégorie, avec le nombre de do-
cuments associés pour l'apprentissage et le test de la base Reuters R52

4.4.0.2 20 Newsgroups

Cet ensemble de données est une collection de documents de newsgroup, il
est devenue un ensemble de données populaires pour les expériences dans les
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applications de texte des techniques d'apprentissage automatique, telles que
la classi�cation de texte et le regroupement de texte. Il contient 18821 docu-
ment regroupé en 20 classes (alt.atheism,comp.graphics,comp.os.ms-windows.misc,...etc)
, il contient 11293 documents pour l'apprentissage et 7528 documents pour
le testes.

Catégorie Document d'apprentissage Document de teste Total
alt.atheism 480 319 799
comp.graphics 584 389 973
comp.os.ms-windows.misc 572 394 966
comp.sys.mac.hardware 578 385 963
comp.windows.x 593 392 985
misc.forsale 585 390 975
rec.autos 594 395 989
rec.motorcycles 598 398 996
rec.sport.baseball 597 397 994
rec.sport.hockey 600 399 999
sci.crypt 595 396 991
sci.electronics 591 393 984
sci.med 594 396 990
sci.space 593 394 987
soc.religion.christian 598 398 996
talk.politics.guns 545 364 909
talk.politics.mideast 564 376 940
talk.politics.misc 465 310 775
talk.religion.misc 377 251 628

Table 4.3: Répartition des documents par catégorie, avec le nombre de do-
cuments associés pour l'apprentissage et le test de la base 20 Newsgroups

4.4.0.3 WebKB

Les documents du WebKB sont des pages Web collectées par le projet
World Wide Knowledge Base (Web-> Kb) du groupe d'apprentissage de
texte CMU, et ont été téléchargés à partir de la page d'accueil The 4 Univer-
sities Data Set(Cornell, Texas, Washington et Wisconsin) en Janvier 1997. il
contient 4199 documents regroupé en 04 catégories : student, faculty, course,
project, 2803 documents pour l'apprentissage et 1396 documents pour le
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testes.

Catégorie Document d'apprentissage Document de teste Total
project 336 168 504
course 620 310 930
faculty 750 374 1124
student 1097 544 1641

Table 4.4: Répartition des documents par catégorie, avec le nombre de do-
cuments associés pour l'apprentissage et le test de la base WebKB

- Le tableau suivant montrant des informations générales sur les di�é-
rentes bases que nous avons utilisées dans notre expérience.

Les bases Base d'apprentissage Base de teste Total
Reuters R8 5485 2189 7674
Reuters R52 6532 2568 9100
20Newsgroups 11293 7528 18821
WebKB 2803 1396 4199

Table 4.5: Description des bases d'apprentissage et de tests des di�érents
corpus utilisés dans nos expérimentations

4.5 Expérimentation et la discussion des résul-

tats

1. Prétraitements :
1-Nous avons commencer notre prétraitement avec la tokenizarion :
Premièrement, nous avons appliqué la tokenization sur notre docu-
ment(texte) où nous avons appelé notre méthode en utilisant l'outil
ntlk.
On a X représente la liste qui reçoit les documents après la tokeniza-
tion et all[i] c'est la matrice contient tous les documents.

2-Supprimer les stops word exister dans le texte.
importer la méthode de stop words à partir de l'outil nltk.
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Où stopset contient la liste des tous les stopwords existe dans la langue
anglais puis nous avons parcouru notre document et supprimer les
stopwords.
3-Appliquer la lemmatisation sur notre texte après l'éliminations des
stopwords.
Où nous appelons d'abord la méthode en utilisant l'outil nltk.

5- �nalement, un stemming est appliqué sur le document.

-Construire la liste du vocabulaire(dictionnaire) de tous les termes
distincts qui apparaissent dans tous le corpus d'apprentissage.

2. codage des textes
- Dans nos expériences, nous avons utilisé deux types de codage pour
les corpus où nous donnons pour chaque mot dans le dictionnaire un
numéro unique :
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(1) Le premier type de codage : Le premier type est le codage avec
word2vector où nous avons codé chaque mot dans le dictionnaire
en cinq numéro de type �oat.
Les paramètres principaux à régler le modèle de word2vector :
- Phrases : textes d'entrées.
- Taille : Spéci�e la taille du vecteur qui représentera chaque mot,
par défaut=100.
- Min-count : Nombre minimal d'apparitions d'un mot à prendre en
compte pour l'apprentissage du modèle. On donne 1 pour mettre
tous les mots pris en compte, par défaut=100.

Figure 4.1: Modèle de Word2vector

(2) Le deuxième type : Le deuxième type est le codage en entier où
nous avons utilisé des nombres entier pour chaque mot dans le
dictionnaire. Le but d'utilisation de deux codages est de faire une
comparaison pour savoir ce qui est mieux et e�cace pour l'utilisé
dans la classi�cation.

-On applique les mêmes codages pour la corpus de teste.
-pour les classes, on créions un �chier contient toutes les classes de
corpus puis nous donnons un indice pour chaque catégorie.
-En�n, les textes ont été nettoyés, coder et prêts à être utilisés dans
le modèle CNN.

3. Architecture du réseau
Au cours de nos expérimentations, nous avons créé un modèle de cnn
avec trois couches convolutives et un couche de fully connected.
Le modèle de CNN :
Nous utilisons le modèle suivant dans notre expérience :
Notre texte en entrée est de taille varier car nous avons utilisé des dif-
férentes bases de texte par exemple : si nous prenons la base reuters r8
avec une taille 1500 pour le �chier train et 1000 pour le �chier teste,
la taille de dictionnaire sera 7396*5 alors la taille de texte en entrée
du réseau sera 7396*5 pour les deux �chiers train et teste, le texte
passe d'abord à la première couche de convolution. Cette couche est
composée de 100 �ltres de taille 3*3 chacune de nos couches de convo-
lution est suivie d'une fonction d'activation ReLU, cette fonction force
les neurones à retourner les valeurs positives, après cette convolution
100 features maps de taille 100*100 seront créés, ensuite on applique
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Maxpooling sur les 100 feature maps qui sont obtenus pour réduire la
taille de texte ainsi la quantité.
À la sortie de cette couche, nous aurons 100 feature maps de taille moi-
tié de la taille d'origine. On répétons ce procédure avec les couches de
convolutions deux et trois .
La fonction d'activation ReLU est appliquée toujours sur chaque convo-
lution. Un Global Maxpooling est appliquée après la troisième couche
de convolution.
À la sortie de cette couche, nous aurons un vecteur de caractéristiques
avec un dimension égale à 100.
Après ces trois couches de convolution, nous utilisons un réseau de neu-
rone composé de deux couches de fully connected, le premier couche
est composé de 250 neurones où la fonction d'activation utilisée est le
ReLU et la deuxième couche est une softmax qui permet de calculer
la distribution de probabilité des 8 classes (nombre de classe dans la
base reuters r8).

Figure 4.2: Les paramètres de CNN utilisent dans notre expérimentale
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4.5.0.1 Résultats expérimentaux

Nous avons testé notre modèle sur quatre bases, pour chaque base nous
teston la méthode avec 3 itération d'apprentissage (5,10,15) et avec di�érent
taille d'apprentissage et de teste.

1. Nombre d'itération=5

Table 4.6: Résultat d'apprentissage de CNN avec un itération=5 sur les 4
bases
Taille de corpus 1000/500 1500/1000 3000/2500

R8

word2vec :76,9 %
temps=2s
Int : 69,4%
temps=2s

word2vec :94,5 %
temps=2s
int= : 87,5%
temps=s2

word2vec : 95%
temps=4s
Int : 87,5%
temps=4s

R52

word2vec : 96,8%
temps=1s
int= : 94,3%
temps=1s

word2vec : 96,8%
temps=1s
int= : 94,3%
temps=1s

word2vec :98,7%
temps=5s
Int : 95,7%
temps=5s

20 Newsgroups

word2vec : 92,4%
temps=2s
int= : 85%
temps=2s

word2vec : 92,4%
temps=2s
int= : 85%
temps=2s

avec :taille 2000/800
word2vec :94,9 %
temps=2s
Int : 92,3%
temps=2s

WebKb

word2vec : 75%
temps=1s
int= : 75%
temps=1s

word2vec : 75%
temps=1s
int= : 75%
temps=1s

avec :taille 2800/1390
word2vec :76,9 %
temps=2s
Int : 69,4%
temps=2s

En analysant le tableau , nous trouvons que, pour :

� la base Reuters-R8 : Nous obtenons une bonne précision si nous
utilisons w2v et aussi si nous augmentons la taille d'apprentissage et
la taille de test où nous notons que le taux de reconnaissance à la taille
de 1000/500 est égal à 76,9% pour le codage de word2vector et 69,4
pour codage int=5 et pour un taille du d'apprentissage égale = 3000
et 2500 pour le teste nous obtenons un taux 94,5% et 95 % pour le
codage word2vector, on remarque que pour le temps d'apprentissage
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est augmente si la taille des corpus augmente.

� la base Reuters-R52 : le taux de reconnaissance est aug-
menté si la taille de corpus est grand nous obtenons les résultats
(96.8%,96.8%,98.7%) pour les tailles(1000,1500,3000 pour l'appren-
tissage et 500,1000,2500 successivement pour le test ) , on remarque
que codage int=5 par rapport le codage word2vec est pas bien pour
l'apprentissage de CNN.

� la base 20 Newsgroups : Nous obtenons 92,4% pour le codage
word2vec et 85% pour le codage int=5 avec les taille 1000/500,1500/1000
avec un temps=2s mais avec la taille 2000/800 nous obtenons 94,9%
pour word2vec et 92,3% pour int=5.

� la base Webkb : nous obtenons un taux de reconnaissance moins
si nous utilisons le codage de int=5 par rapport word2vector , pour
cette base nous obtenant les taux suivant :74.9,74.9,78.6 pour le co-
dage word2vec avec un temps d'apprentissage égale 1s et 2s , tous ça
avec les tailles 1000/500,1500/1000,3000/2500 .

2. Nombre d'itération=10
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Table 4.7: Résultat d'apprentissage de CNN avec un itération=10 sur les 4
bases
Taille de corpus 1000/500 1500/1000 3000/2510

R8

word2vec :92,8%
temps=1s
Int : 83,4%
temps=1s

word2vec :96,3 %
temps=2s
int= : 87,5%
temps=2s

word2vec : 96,5%
temps=4s
Int : 75,8%
temps=4s

R52

word2vec : 96,9%
temps=1s
int= : 96,2%
temps=1s

word2vec : 98,9%
temps=2s
int= : 98%
temps=2s

word2vec :98%
temps=5s
Int : 98%
temps=5s

20 Newsgroups

word2vec : 96,9%
temps=2s
int= : 92,9%
temps=4s

word2vec : 94,9%
temps=4s
int= : 92,9%
temps=4s

avec taille =2000/800
word2vec :94,9 %
temps=2s
Int : 94,9%
temps=2s

WebKb

word2vec : 74,9%
temps=2s
int= : 74,9%
temps=1s

word2vec : 74,9%
temps=1s
int= : 69,3%
temps=1s

avec :taille 2800/1390
word2vec :80,7%
temps=2s
Int : 74,9%
temps=2s

En analysant le tableau , nous trouvons que, pour :

� la base Reuters-R8 : Nous obtenons une bon précision si nous
utilisons word2vec et si nous augmentons la taille d'apprentissage et
la taille de test où nous notons que le taux de reconnaissance à la
taille de 1000/500 est égal à 92.8% pour le codage de word2vector et
83.4% pour codage int=5 et pour un taille du d'apprentissage égale =
3000 et 2500 pour le teste nous obtenons un taux égale 96,5% pour le
codage word2vector et et 96.3 % pour codage int=5.
� la base Reuters-R52 : le taux de reconnaissance est aug-

menté si la taille de corpus est grand nous obtenons les résultats
(96.9%,98.9%,98%) pour les tailles(1000,1500,3000 pour l'apprentis-
sage et 500,1000,2500 successivement pour le test ) si nous utilisons
codage word2vec ainsi nous obtenons les taux 96.2%,98%,98% pour le
codage int=5 .

� la base 20 Newsgroups : Nous obtenons 96,9% et 94.9% pour
le codage word2vec et 92.9 % pour le codage int=5 avec les taille
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1000/500,1500/1000 et avec un temps=4s mais avec la taille 2000/800
nous obtenons 94,9% pour word2vec et 94,9% pour int=5 avec un
temps=2s

� la base Webkb :nous obtenons un précision égale 74,9% pour
codage word2vec pour les taille 1000/500 et 1500/100 et 74.9%,69.3%
pour le codage int=5 , le taux de reconnaissance pour la taille 80,7%
pour word2vec et 74.9% pour int=5.

3. Nombre d'itération=15

Table 4.8: Résultat d'apprentissage de CNN avec un itération=15 sur les 4
bases
Taille de corpus 1000/500 1500/1000 3000/2500

R8

word2vec :89,6%
temps=1s
Int : 89,6%
temps=1s

word2vec :96,1 %
temps=2s
int= : 87,5%
temps=2s

word2vec : 95,6%
temps=4s
Int : 85,5%
temps=4s

R52

word2vec : 98,8%
temps=1s
int= : 96,2%
temps=1s

word2vec : 99%
temps=2s
int= : 98%
temps=2s

word2vec :98,7%
temps=5s
Int : 92,3%
temps=5s

20 Newsgroups

word2vec : 98%
temps=2s
int= : 90%
temps=2s

word2vec : 95%
temps=4s
int= : 93,8%
temps=4s

avec :taille 2000/800
word2vec :89.9 %
temps=2s
Int :90,1%
temps=2s

WebKb

word2vec : 74,9%
temps=1s
int= : 74,9%
temps=1s

word2vec : 74,9%
temps=1s
int= : 69,3%
temps=1s

avec :taille 2800/1390
word2vec :78,6%
temps=2s
Int : 74,9%
temps=2s

En termine l'analyse de tableau , nous trouvons que, pour :

� la base Reuters-R8 : Nous obtenons les taux de reconnais-
sance suivant : 89.6 % ,96.1% ,95.6 % pour le codage word2vec pour
les di�érent taille des corpus 1000/500, 1500/1000 , 3000/2500 et
89.6%,87.5%,85.5% pour le codage int=5.
� la base Reuters-R52 :nous obtenons les résultats (98.8%,99%,98.7%)
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pour les tailles(1000,1500,3000) pour l'apprentissage et 500,1000,2500
successivement pour le test ) si nous utilisons codage word2vec ainsi
nous obtenons les taux 96.2%,98%,92.3% pour le codage int=5 .

� la base 20 Newsgroups : Nous obtenons 98% et 95%,89.9% pour
le codage word2vec et 90% , 93.8%,90.1% pour le codage int=5 avec
les taille 1000/500,1500/1000,2000/800

� la base Webkb :nous obtenons un taux égale 74,9% pour codage
word2vec pour les taille 1000/500 et 1500/100 et 74.9%,69.3% pour le
codage int=5 , le taux de reconnaissance pour la taille 3000/2500 est
égale 78.6% pour word2vec et 74.9% pour int=5.

D'après ces dernier tableau , nous pouvons conclure que codage de word2vector
est mieux que les autres codage ainsi ma taille des corpus a un rôle pour ob-
tenir un bon taux de reconnaissance tel-que si la taille est plus grande, plus
la précision est obtenu est grande , et �nalement on constate que le nombre
des itération pas une mesure pour obtenir le taux de reconnaissance le plus
élevé.

4.5.0.2 Comparaison entre la méthode CNN et les autres mé-
thodes d'apprentissage automatique

Nous proposons une série de comparaisons entre la méthode CNN et les
autres méthodes d'apprentissage automatique (CNN,MLP,LSTM,SVM,KNN) :
Ce tableau re�ète les résultats obtenus pour une classi�cation des Reuters-
21578 avec 46 classes.

Les méthodes CNN MLP LSTM KNN
Taux de reconnaissance 97,8 76,6 97,8 79

Temps 223 S 1 S 435 S 139 S

Table 4.9: Comparaison entre résultat de CNN et les autres méthodes

le taux de reconnaissance obtenus pour la méthode CNN est 97,8 % et le
temps nécessaire pour l'exécution de cette approche est 223S.
Dans le cas de Mlp : le taux de reconnaissance est 76.6 tandis que le temps
nécessaire pour l'exécution est 1S .
Avec LSTM : le taux de reconnaissance obtenus est égale le taux obtenus par
la méthode CNN mais le temps de nécessaire pour l'exécution est di�érent
nous obtenions 435S pour le LSTM.
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Avec KNN : le taux de reconnaissance est égale 79 % et le temps nécessaire
pour l'exécution est égale à 139S. Permis ces résultat nous constatons que
la méthode CNN est mieux que les autres méthodes soit pour le taux de
reconnaissance soit pour le temps d'exécution.

4.5.0.3 Discussion des résultats

Les résultats obtenus dans les di�érentes expérimentations montrent l'ef-
�cacité de notre proposition et la possibilité de sont utilisation dans ce do-
maine. En e�et, dans le cadre d'analyse de texte, notre proposition permet de
reconnaitre correctement plus de 92 % des documents ce qui permet d'accé-
lérer considérablement le processus d'analyse des texte et d'éviter les erreurs
de l'analyse par d'autre méthode.

4.6 Conclusion

Dans ce chapitre, Nous avons représenté l'implémentation de notre sys-
tème : L'environnement et les outils de développement, ensuite nous avons
présenté quelques expérimentations appliquées sur des di�érentes bases puis
on exposé les résultats obtenus en terme de taux de reconnaissance et de
temps nécessaire pour l'exécution .
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Conclusion générale

L'analyse de textes s'est avérée au cours des dernières années comme un
domaine majeur de recherche pour les entreprises comme pour les particu-
liers. Catégorisation une méthode d'analyse peut améliorer la précision du
texte dans l'analyse de texte, mais on recherche d'améliorer la vitesse de
l'analyse. Les applications d'apprentissage en profondeur nous aident non
seulement à augmenter la vitesse, mais aussi à améliorer la qualité de l'ana-
lyse avec le développement de la technologie de l'information et du réseau.
L'objectif de ce travail était de faire une catégorisation des textes non struc-
turer, nous avons essayé de représenté ces texte dans un format structuré,
puis transformer ces textes comme des entrées pour notre réseau de convolu-
tion. Nous avons vu en premier temps les réseaux de neurone et les réseaux
de neurone profond.
Ensuite, nous avons présenté le domaine d'analyse des textes et ses di�é-
rent spéci�cation(processus, techniques,domaine d'application,...etc). Pour
présenter ce système, nous avons besoin d'une méthode de classi�cation, la
méthode la plus e�cace et la plus utilisée est la méthode CNN que nous avons
déjà expliqué dans le premier chapitre dans la section des réseaux profond.
Dans la phase de conception, nous avons proposé une architecture pour implé-
menter ce système, et nous essayons de donné le fonctionnement du système
et son conception général et détaillée. Le dernier chapitre donne une vue de
fond de notre système, à travers les outils de programmation.
Nous avons rencontré quelques problèmes dans la phase d'implémentation,
l'utilisation d'un CPU a fait que le temps d'exécution était trop couteux.
A�n de régler ce problème on doit utiliser des réseaux de neurones à convo-
lution plus profonds déployé sur un GPU au lieu d'un CPU sur des bases
plus importantes
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RÉSUMÉ

La révolution d'information est arrivé par le développement à grande
échelle des accès réseaux Internet qui fait exploser la quantité d'informa-
tions textuelles importante dans l'activité quotidienne. Des chercheurs et des
entreprises ainsi que les utilisateurs ont besoin d'accès intelligents aux im-
menses bases de données textuelles et leurs manipulations qui augmente très
largement.

les chercheurs en intelligence arti�cielle cherche à développer des pro-
grammes capables de reconnaître des di�érentes tâches concernant l'analyse
des textes, ils posent un module d'apprentissage qui permet d'adapter leur
comportement à des situations jamais rencontrées, l'un des algorithmes d'ap-
prentissage automatique les plus utilisées est l'apprentissage profond.

Ce travail vise à étudier le domaine d'analyse de texte et plus particuliè-
rement la classi�cation des textes dans le cas où nous utilisons un approche
de l'apprentissage automatique qu'était di�érent des autres approches, nous
visons d'analyser des textes avec les réseaux de neurones à convolution.

Mots clés : Analyse des textes, classi�cations des textes, Apprentissage
automatique, Apprentissage profond, les réseaux de neurone à convolution.
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ABSTRACT

he information revolution has come through the large-scale development
of Internet network access that is exploding the amount of textual informa-
tion important in everyday business. Researchers and companies as well as
users need intelligent access to huge textual databases and their manipula-
tions, which is increasing dramatically.

researchers in arti�cial intelligence seeks to develop programs able to rec-
ognize di�erent tasks concerning the analysis of texts, they pose a learning
module that allows to adapt their behavior to situations never encountered,
one of the algorithms of most used machine learning is deep learning.

This work aims to study the �eld of text analysis and more particularly
the classi�cation of texts in the case where we use a machine learning ap-
proach that was di�erent from the other approaches, we aim to analyze texts
with the networks of convolutional neurons.

Keywords: Text analysis, text classi�cations, Machine learning, Deep
learning, convolutional neuron networks.


