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Introduction

Une série temporelle ou série chronologique est une suite formée d’observations au

cours du temps. L’analyse des séries temporelles est un outil couramment utilisé

de nos jours pour mieux comprendre et décrire l’évolution d’un phénomène présenté par la

série. L’idée est de prendre un échantillon de données et de construire le meilleur modèle

qui ajuste ces données. Ce modèle nous permet de tirer certaines conclusions sur la série,

et de faire une prédiction du futur de la série à partir de la partie observée.

La théorie des séries temporelles trouve des applications dans de très nombreux domaines :

Finance et économétrie (évolution des indices boursiers, des prix, des productions agricoles

ou industrielles), Assurance (analyse des sinistres), Astronomie, Médecine, Biologie, · · ·

L’objectif de ce travail est de regrouper les différentes techniques d’analyse et de modéli-

sation des séries temporelles afin de pouvoir faire des prévisions.

Ce mémoire s’organise en trois chapitres :

Le premier chapitre est consacré à l’analyse d’une série temporelle où on expose des

préliminaires, quelques notions et définitions sur les séries chronologiques.

Dans le second chapitre, nous illustrons les propriétés statistiques d’une série temporelle,

les modèles stationnaires et la densité spectrale.

Le troisième chapitre porte sur les modèles linéaires : AR, MA, ARMA, ARIMA et

SARIMA. Dans un deuxième volet nous présentons la méthode de prévision des séries

temporelles de Box et Jenkins et les différentes étapes spécifient cette méthode, pour

arriver finalement à la mise en œuvre des séries temporelles sous R.
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Chapitre 1

Analyse d’une série temporelle

Dans ce chapitre, certaines notations et définitions importantes liés à l’analyse des

séries chronologiques, dont on aura besoin dans la suite de ce mémoire, seront

abordées. Nous commençons tous d’abord par la présentation d’une série temporelle et

leur décomposition. Une bonne référence pour la théorie des séries temporelles les livres

de Brockwell & Davis (2016) [6] et Anderson (1971) [1].

1.1 Décomposition d’une série temporelle

Définition 1.1.1 ( Série temporelle)

Une série temporelle (ou encore une série chronologique), notée Xt, est une suite d’ob-

servations repérées dans le temps, elle représente l’évolution d’un phénomène au cours du

temps, telle que

Xt = {Xt, t = 1, . . . , T} , T ∈ R, Z, N, · · ·

— Dans la suite le temps t est une partie de l’année (jour, mois, semaine, ...) et T ∈ N.

On considère que Xt est la résultante de différentes composantes fondamentales :

1. Tendance : On appelle une tendance, une fonction notée Zt, qui représente l’aspect

générale d’une série temporelle Xt à long terme.

Il y a trois types de tendance : ∀a, b, c, d ∈ R et n ∈ N

2



Chapitre 1. Analyes d’une série temporelle

a) Tendance polynomiale : Zt=a+ bt+ ct2+. . .+dtn, (linéaire si n = 1)

b) Tendance exponentielle : Zt = a× exp (bt+ c) .

c) Tendance logistique : Zt =
c

a+ bt
.

2. Saisonnalité : Une saisonnalité (ou composante saisonnière) correspond à un phénomène

qui se répète à un intervalle de temps régulier (périodique), l’étendue de cet intervalle ap-

pelé période, notée p. Elle est donc liée au rythme imposé par les saisons (toutes les 12

périodes pour des données mensuelles, toutes les 4 périodes pour des données trimestrielles,

...).

Très précisément, on appelle composante saisonnière, notée St, une fonction périodique de

période p (c-à-d St = St±p). Cette fonction entièrement déterminée par ses p composantes :

γ1, γ2, . . . , γp. On suppose que
p∑
j=1

γj = 0.

En d’autre terme St = γ1S
1 + γ2S

2 + . . .+ γpS
p, telle que :

Sj =

 1 si j = t,

0 si j 6= t.

3. Résidus : On appelle résidu (erreur) ou variation irrégulière, notée εt, la variable

aléatoire a effet de faible intensité et a court durée.

1.2 Types de schéma d’une série temporelle

On modélise souvent une série temporelle par un des modèles suivants :

1. Modèle additif : C’est le modèle classique de décomposition dans le traitement des

modèles d’ajustement. La variable Xt s’écrit comme la somme des trois composantes :

Xt = Zt + St + εt, t = 1, . . . , T.

3



Chapitre 1. Analyes d’une série temporelle

Fig. 1.1 —Représentation graphique d’un schéma additif (série co2)

2. Modèle multiplicatif : Dans ce cas, la série Xt s’écrite comme le produit des com-

posantes :

Xt = Zt × St × εt, t = 1, . . . , T.

Fig. 1.2 —Représentation graphique d’un schéma multiplicatif (Série AirPassengers)
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Chapitre 1. Analyes d’une série temporelle

En pratique, dans le cas d’une série Xt à valeurs positives on se ramène à un modèle

additif par passage au logarithme, puisqu’on a :

ln (Xt) = ln (Zt × St × εt) = ln (Zt) + ln (St) + ln (εt)

3.Modèle mixte : Il s’agit des différentes combinaisons de modèles additifs et de modèles

multiplicatifs, par exemple :

Xt = Zt × St + εt

Fig. 1.3 —Représentation graphique d’un schéma mixte

Remarque 1.2.1

Afin de faire la distinction entre les types de modèle, on peut se baser sur une méthode

graphique. Sur le graphique de la série, on trace une droite passant par les minima de

la courbe et une autre droite passant par les maxima pour chaque saison. Cette méthode

s’appelle la méthode de Bande.

Si ces droites sont parallèles, c-à-d l’amplitude de la composante saisonnière et de l’erreur

reste constante autour de la tendance au cours du temps, on est en présence d’un modèle

additif.

5



Chapitre 1. Analyes d’une série temporelle

Par contre, si les droites ne sont pas parallèles, c-à-d l’amplitude de la composante saison-

nière varie de façon exponentielle dans le temps, on est en présence d’un modèle multi-

plicatif.

1.3 Opérateurs et moyennes mobiles

Définition 1.3.1 (Opérateur retard et avance)

L’opérateur retard L sur une série temporelle est défini par :

LXt = Xt−1, ∀t ∈ T.

On note d’une façon générale :

LkXt = Xt−k, ∀k ∈ N∗.

L’opérateur avance F sur une série temporelle est défini par :

FXt = L−1Xt = Xt+1, ∀t ∈ T.

On note aussi

F jXt = L−jXt = Xt+j, ∀j ∈ N∗.

Définition 1.3.2 (Opérateur de différentiation)

L’opérateur de différentiation (à l’ordre 1) ∆ d’une série temporelle est déterminé par :

∆Xt = Xt −Xt−1 = Xt − LXt = (1− L)Xt, ∀t ∈ T.

En générale, la différentiation à l’ordre k de la série Xt est défini par :

∆kXt = (1− L)kXt, ∀t ∈ T.

6



Chapitre 1. Analyes d’une série temporelle

Remarque 1.3.1

1. L’opérateur de différentiation d’ordre k permet d’éliminer (ou encore réduire à une

constante ou 0) une tendance polynomiales de degré k, pour un modèle additif.

2. L’opérateur de différentiation saisonnière, noté ∆k, donnée par :

∆k = 1− Lk,

permet d’éliminer une saisonnalité de période k, pour un modèle additif.

Définition 1.3.3 (Moyenne mobile)

Une moyenne mobile (ou encore filtre), notée M (L) est un opérateur linéaire de forme

générale :

M (L) =

m2∑
j=−m1

θjL
j,

où θj ∈ R pour tout j, (m1,m2) ∈ N× N.

L’ordre de la moyenne mobile (ou encore le nombre de termes considérés dans la somme)

est l’entier m1 +m2 + 1.

Propriétés 1.3.1

1) Une moyenne mobile M (L) conserve Xt (ou encore laisse invariante) la série si :

M (L)Xt = X
′
t.

2) Une série Xt est absorbée par une moyenne mobile M (L) si : M (L)Xt = 0.

3) Une moyenne mobile est centré lorsque : m1 = m2 = m.

4) Une moyenne mobile centré symétrique si et seulement si : θ−i = θi ; i = 1, . . . ,m.

5) Une moyenne mobile arithmétique est centré, d’ordre (impaire) 2m+ 1 et telle que :

θi =
1

2m+ 1
; ∀i = −m, . . . ,m.

6) Le moyenne mobile est normalisée si :
m2∑

j=−m1

θj = 1.
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Chapitre 1. Analyes d’une série temporelle

Propriété 1.3.1 (Elimination de la composante saisonnière)

Si la série Xt possède une composante saisonnière de période p alors l’application d’une

moyenne mobile d’ordre p supprime cette saisonnalité. Deux cas se présentent :

— Si p est impaire, on applique la moyenne mobile

M (L)Xt =
1

p

q∑
i=−q

Xt+i où q vérifié p = 2q + 1,

=
1

2q + 1

[
LqXt + . . .+ LXt +Xt + L−1Xt + . . .+ L−qXt

]
.

— Si p est paire, on applique la moyenne mobile

M (L)Xt =
1

p

[
q−1∑

i=−q+1

Xt+i +
Xt−q +Xt+q

2

]
où q vérifié p = 2q

=
1

2q

[
1

2
LqXt + Lq−1Xt + . . .+ LXt +Xt + L−1Xt + . . .+ L−q+1Xt +

1

2
L−qXt

]
.

Fig. 1.4 —Représentation graphique d’un exemple d’élimination de la saisonnalité St par
moyenne mobile
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Chapitre 1. Analyes d’une série temporelle

La série représenté dans la figure (1.4) en haut est celle du nombre mensuels de passagers

aériens (en milliers), de janvier 1949 à décembre 1960. Cette série est disponible sous

logiciel R (AirPassengers). Elle comporte une saisonnalité et une tendance au cours du

temps. Le graphique du bas figure la même série après l’application d’une moyenne mobile

d’ordre 12 qui élimine la composante saisonnière.

1.4 Calcule de prévision

1.4.1 Méthode de Buys-Ballot

La méthode de Buys-Ballot concerne les séries temporelles suivant un modèle additif et

dont la tendance est linéaire. Nous supposons que la modèle est donné par :

Xt = a+ bt+ γ1S
1 + γ2S

2 + . . .+ γpS
p + εt.

Cette méthode consiste à estimer les paramètres de ce modèle suivant le critère de moin-

dres carrés, et permet ensuite d’effectuer des prévisions.

L’estimateur des paramètres θ = (a, b, γ1, γ2, . . . , γp)
t est donc la solution du système

arg min
θ

T∑
t=1

[
Xt − a− bt−

p∑
j=1

γjS
j

]
.

Les formules des estimateurs sont donc :



b̂ =
12

mN (N2 − 1)

(
N∑
k=1

kXk −
N (N + 1)

2
X

)
,

â = X − b̂Nm+ 1

2
,

γ̂j = Xj −X − b̂
(
j − m+ 1

2

)
,

avec les notations suivantes :

—N : le nombre d’année.

9



Chapitre 1. Analyes d’une série temporelle

—m : le nombre de saisons pour chaque année.

— posons : t = j +m (k − 1).

— X̄k : moyenne de Xt relatives à l’année k
(
k = 1, N

)
.

— X̄j : moyenne de Xt relatives au saison j
(
j = 1,m

)
.

—X =
1

T

T∑
t=1

Xt =
1

N

N∑
k=1

X̄k =
1

m

m∑
j=1

X̄j : moyenne de la totalité des observations.

Dans ce cas, la prédiction d’une valeur futur XT+h à l’horizon h est donnée par :

X̂T (h) = X̂T+h = â+ b̂ (T + h) +
m∑
j=1

γ̂jS
j.

Remarque 1.4.1

— Si les valeurs de Xt sont positives et le modèle est de la forme suivante :

Xt = (a+ bt)
(
γ1S

1 + γ2S
2 + . . .+ γpS

p
)
εt,

les logarithmes des observations vérifient les conditions précédentes.

— Lorsque la série suit le modèle multiplicatif et que la tendance est exponentielle, en

utilise une changement de variable Yt = ln (Xt), le modèle devient additif et la méthode

de Buys-Ballot s’applique sur la nouvelle série Yt.

1.4.2 Lissage exponentiel

Les méthodes de lissages exponentiels constituent un outil permettant de réaliser des

prévisions à partir de l’observation d’une série temporelle.

Lissage exponentiel simple

Le lissage exponentiel simple permet d’effectuer des prévisions pour des séries temporelles

dont la tendance est constante et sans saisonnalité. On suppose que l’on observe la série

10



Chapitre 1. Analyes d’une série temporelle

temporelle sur les instant (1, . . . , T ), telle que

Xt = a+ εt,

Définition 1.4.1

Une prévision de la série Xt à l’horizon h fournie par le lissage exponentiel simple est

définie par :

X̂T (h) = X̂T+h = (1− α)
T−1∑
j=0

αjXT−j,

où α ∈ [0, 1] est la constante de lissage.

Remarque 1.4.2

— La méthode de lissage exponentiel simple prend en compte tous les observations passées

mais en accordant d’importance aux observations les plus éloignées de l’instant T .

— Plus α est petit (ou encore α proche de 0), la prévision est souple, c-à-d fortement

influencée par les observations les plus récentes

— Plus α est grand (ou encore α proche de 1), la prévision est rigide, c-à-d l’influence des

observations anciennes est plus importante

— Si α = 0, la prévision est égale à la dernière valeur observée et si α = 1, alors toutes

les prévisions sont identiques. En pratique, on prend α ∈ ]0, 1[ afin d’exclure ces deux

cas.

Remarque 1.4.3

Pour le choix de α, on peut se servir de la remarque (1.4.2) ou de choisir α qui minimise

la somme des carrés des erreurs de prévision

arg min
α

T−h∑
t=1

(
Xt+h + X̂t+h

)2

.
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Chapitre 1. Analyes d’une série temporelle

Lissage exponentiel double

Le lissage exponentiel double généralise l’idée du lissage exponentiel simple au cas où la

série peut être ajustée par une droite au voisinage de T comme suit

Xt = a (t− T ) + b+ εt.

On cherche dans ce cas une prévision à l’horizon h, X̂T (h) de la forme :

X̂T (h) = âTh+ b̂T ,

où le couple
(
âT , b̂T

)
minimise la fonction :

T−1∑
j=0

αj (XT−j − aj − b)2 .

En notant la série lissée s1 et la série doublement lissée s2, définies par :

s1 (t) = (1− α)
t−1∑
j=0

αjXt−j, et s2 (t) = (1− α)
t−1∑
j=0

αjs1 (t− j) ,

on déduit alors la définition suivante.

Définition 1.4.2

La prévision de la série Xt à l’horizon h, X̂T (h) , fournie par la méthode de lissage expo-

nentiel double est donnée par :

X̂T (h) = âTh+ b̂T ,

où  âT =
(1− α)

α
(s1 (T )− s2 (T )) ,

b̂ = 2s1 (T )− s2 (T ) .
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Chapitre 2

Modèles stationnaires

La modélisation du comportement aléatoire d’une série temporelleXt devient beau-

coup plus simple lorsque certains aspects de sa distribution ne changent pas quand

t varie. On parle alors de modèles stationnaires. Dans ce chapitre, nous présentons tout

d’abord les propriétés statistiques et la notion de stationnarité d’une série temporelle.

Ensuite, nous introduisons la définition de la densité spectrale, ainsi que la propriété de

la linéarité, la causalité et l’inversibilité des modèles.

Dans la suite de ce travail, on désigne par un modèle, le processus stochastique1 qui

modélise la série temporelle. Les éléments de cette dernière sont considérés comme des

variables aléatoires.

2.1 Propriétés statistiques

Définition 2.1.1 (Moyenne)

La moyenne d’une série temporelle Xt est la fonction donné par :

E (Xt) := µt, ∀t ∈ T.

1Un processus stochastique est une famille de variable aléatoire Xt (t ∈ T ) définie sur un espace
probabilisé (Ω, A, P ).
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Chapitre 2. modéles stationnaires

Définition 2.1.2 (Variance)

La variance d’une série temporelle Xt est définie par :

var (Xt) : = E
(
X2
t

)
− E (Xt)

2 = σ2.

Définition 2.1.3 (Fonction d’autocovariance)

La fonction d’autocovariance d’une série temporelle Xt, notée γX (h), est définie par :

γX (h) : = cov (Xt, Xt±h) = E (XtXt±h)− E (Xt)E (Xt±h) , ∀h ∈ Z.

Proposition 2.1.1

La fonction d’autocovariance vérifie les propriétés suivantes :

— cov (Xt, Xs) = γX (|t− s|) .

— γX (0) = var (Xt) = σ2 ≥ 0.

— |γX (h)| ≤ γX (0), pour tout h ∈ Z, la fonction d’autocovariance est donc bornée.

— γX (h) = γX (−h), pour tout h ∈ Z, autrement dit la fonction d’autocovariance est

paire.

Définition 2.1.4 (Fonction d’autocorrélation)

La fonction d’autocorrélation d’une série temporelle, notée ρX (h), est définie par :

ρX (h) : = cor (Xt, Xt±h) =
cov (Xt, Xt±h)√

var (Xt)
√
var (Xt±h)

=
γX (h)

γX (0)
, ∀h ∈ Z.

Proposition 2.1.2

— ρX (0) = 1.

— |ρX (h)| < 1, pour tout h ∈ Z.

— ρX (h) = ρX (−h), pour tout h ∈ Z.

14
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Définition 2.1.5 (Matrice d’autocorrélation)

On appelle matrice d’autocorrélation de (Xt, · · · , Xt+h−1) pour h ∈ N∗, la matrice

Rh =



1 ρX (1) ρX (2) . . . ρX (h− 1)

ρX (1) 1 ρX (1) . . . ρX (h− 2)

ρX (2) ρX (1) 1 . . . ρX (h− 3)

...
...

...
. . .

...

ρX (h− 1) ρX (h− 2) ρX (h− 3) 1


(2.1)

Rh est de rang h et de forme Toeplitz (symétrique avec égalité des termes diagonaux).

Remarque 2.1.1

Empiriquement pour un échantillon : X1, X2,. . . , XT :

1 La moyenne empirique est donnée par :

µ̂ : =X̄=
1

T

T∑
t=1

Xt.

2 La variance empirique est donnée par :

γ̂X (0) :=
1

T − 1

T∑
t=1

(
Xt − X̄

)2
.

3 La fonction d’autocovariance empirique est donnée par :

γ̂X (h) :=
1

T − h− 1

T∑
t=h+1

(
Xt − X̄

) (
Xt−h − X̄

)
.

4 La fonction d’autocorrélation empirique est donnée donc par :

ρ̂X (h) :=
γ̂X (h)

γ̂X (0)
.
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2.2 Modèles stationnaires

Définition 2.2.1 (Stationnarité du second ordre)

Une série temporelle Xt est dite stationnaire du 2nd ordre (ou encore faiblement station-

naire) ou tout simplement stationnaire si :


1) E (Xt) = µ, ∀t ∈ T,

2) var (Xt) = σ2 <∞, ∀t ∈ T,

3) cov (Xs, Xr) = cov (Xs+t, Xr+t) , ∀r, s, t ∈ T.

Définition 2.2.2 (Stationnarité stricte)

Une série temporelle Xt est dite strictement (fortement) stationnaire si et seulement si

la distribution conjointe de (Xt1 , Xt2 , . . . , Xtn)t et de (Xt1+h, Xt2+h, . . . , Xtn+h)
t sont les

même, pour t1, t2,. . . , tn ∈ T et h ∈ Z.

— La stationnarité faible est bien plus facile à étudier et à vérifier que la stationnarité

stricte.

Exemple 2.2.1 (Bruit Blanc)

Un bruit blanc faible (ou un bruit blanc seulement) est une suite de variables aléatoires

centré (E (εt) = 0), de variance finie (σ2
ε <∞) et de fonction d’autocovariance :

γX (h) =

 σ2
ε si h = 0,

0 si h 6= 0.

On note εt ∼ BB (0, σ2
ε), il est clair qu’un bruit blanc est stationnaire.

Remarque 2.2.1

On dit que εt est un bruit blanc fort s’il est un bruit blanc faible et que les variables

aléatoires εt sont indépendantes et identiquement distribuées (iid).
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Chapitre 2. modéles stationnaires

Fig. 2.1 —Représentation graphique d’un Bruit Blanc de taille 200 (BB(0, 2.5))

Exemple 2.2.2 (Marche aléatoire)

Le modèle définie par :

Xt = Xt−1 + εt, X0 = 0,

est une marche aléatoire, telle que : E (Xt) = 0, var (Xt) = tσ2
ε et γX (h) = (t− h)σ2

ε . Il

est clair qu’une marche aléatoire n’est pas stationnaire.

Fig. 2.2 —Représentation graphique d’une marche aléatoire

17
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Proposition 2.2.1

1. Une série fortement stationnaire est toujours stationnaire, la réciproque est générale-

ment fausse.

2. La somme de deux séries stationnaires n’est pas toujours stationnaire.

Exemple 2.2.3

Soit Xt une suite de variables aléatoires indépendantes, telle que :

Xt v

 exp (1) si t est pair,

N (1, 1) si t est impair.

Alors Xt est stationnaire avec γX (0) = 1, γX (h) = 0, ∀ h 6= 0. Cependant X1 et X2 n’ont

pas la même distribution, donc Xt n’est pas strictement stationnaire.

Exemple 2.2.4

On pose Xt = εt et Yt = (−1)tXt deux modèles stationnaires, mais Zt = Xt +Yt n’est pas

stationnaire.

Définition 2.2.3 (Stationnarité en différence)

Un modèle Xt est dit stationnaire en différence (DS : difference-stationary) s’il peut

s’écrire sous l’une des formes suivantes :

(1− L)Xt = εt.

(1− L)Xt = εt + β, β ∈ R∗.

Définition 2.2.4 (Stationnarité en tendance)

Un modèle Xt sera dit stationnaire en tendance (TS : trend-stationary) s’il peut se mettre

sous la forme :

Xt = f (t) + εt,

avec f (t) est une fonction polynômiale du temps.

18



Chapitre 2. modéles stationnaires

2.3 Densité spectrale

Dans cette section, on va introduire la notion de la densité spectrale qui contient la même

information que la fonction d’autocovariance, mais elle a comme avantage les propriétés

d’inversibilité et de périodicité.

Définition 2.3.1 (Densité spectrales)

Soit Xt une série temporelle stationnaire, de fonction d’autocovariance γX (h). On appelle

densité spectrale, la fonction fX (λ) définie par :

fX (λ) : =
1

2π

∑
h∈Z

γX (h) exp (ıλh) , ∀λ ∈ R. (2.2)

C’est donc la transformée de Fourier (discrète) de la fonction γX (h).

Proposition 2.3.1

La densité spectrale est une fonction paire, continue, périodique de période 2π et positive,

de plus on a :

fX (λ) =
1

2π

∑
h∈Z

γX (h) cos (λh) , ∀λ ∈ R.

Proposition 2.3.2

Il est équivalant de connaître la fonction d’autocovariance ou la densité spectrale, d’un

modèle stationnaire Xt. On a en effet :

γX (h) =

π∫
−π

fX (λ) exp (−ıλh) dλ =

π∫
−π

fX (λ) cos (λh) dλ. (2.3)

Proposition 2.3.3

1. La densité spectrale d’un bruit blanc (εt ∼ BB (0, σ2
ε)) est constante en λ, telle que

fε (λ) =
σ2
ε

2π
.
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2. Tout modèle stationnaire de densité spectrale constante est un bruit blanc.

Proposition 2.3.4

Si Yt est un modèle stationnaire de densité spectrale fY (λ), alors la densité spectrale du

modèle Xt, telle que :

Φ (L)Xt = Θ (L)Yt,

est

fX (λ) =
|Θ (exp (ıλ))|2

|Φ (exp (ıλ))|2
fY (λ) .

Et si de plus Yt v BB (0, σ2
ε), alors :

fX (λ) =
|Θ (exp (ıλ))|2

|Φ (exp (ıλ))|2
σ2
ε

2π
.

2.4 Modèles linéaires

Définition 2.4.1 (Modèle linéaire)

Xt est un modèle linéaire de moyenne c, s’il peut être écrit sous la forme :

Xt = c+
+∞∑
j=−∞

ψjεt−j,

où εt v BB (0, σ2
ε) et ψj est une suite absolument sommable, c-à-d

+∞∑
j=−∞

|ψj| < +∞.

Définition 2.4.2 (Modèle causal)

Xt est un modèle causal s’il s’écrit en fonction de (εk, k ≤ t) seulement :

Xt =
+∞∑
j=0

ψjεt−j.

Définition 2.4.3 (Modèle inversible)
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On dit qu’un modèle Xt est inversible, si εt s’écrit en fonction de (Xk, k ≤ t) seulement :

εt =

+∞∑
j=0

ψjXt−j.

Proposition 2.4.1

Soit Yt un modèle stationnaire centré

1. Si
+∞∑
j=−∞

|φj| < ∞ alors Xt =
+∞∑
j=−∞

φjYt−j est stationnaire centré de fonction d’au-

tocovariance

γX (h) =

+∞∑
j=−∞

+∞∑
k=−∞

φjφkγY (h+ k − j) . (2.4)

2. Si Xt est linéaire et si Yt v BB (0, σ2
ε) alors

γX (h) =
+∞∑
j=−∞

φjφj+hσ
2
ε .

2.5 Conditions de stationnarité et d’inversibilité d’un

modèle sous l’écriture polynomiale

Soit un filtre linéaire d’ordre (p+ 1)

Φ (L) =

p∑
i=0

φiL
i = 1 + φ1L+ φ2L

2 + . . .+ φpL
p, (2.5)

où φi sont des nombres réels avec φ0 = 1. Le polynôme caractéristique associe à ce filtre

est Φ (z) = 1 + z + φ2z
2+. . .+φpzp. Ce polynôme possède p racines réelles ou complexes

ψj est une suite absolument sommable, c-à-d
+∞∑
j=−∞

|ψj| < +∞.zj =
1

λj

(
j = 1, p

)
, telles

que :

Φ (z) =

p∏
j=1

(1− λjz) .
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Un opérateur de la forme 1− λL est inversible si et seulement si |λ| 6= 1. De plus

(1− λL)−1 =


∞∑
k=0

(λL)k si |λ| < 1,

−
∞∑
k=0

(λL)−k−1 si |λ| > 1.

Lorsque toutes les racines du polynôme Φ (z) sont de module différent de 1, on a

Φ (L)−1 =

p∏
j=1

(1− λjL)−1 .

Proposition 2.5.1

Le filtre Φ (L) est inversible si et seulement si toutes les racines de Φ ont un module

différent de 1. Dans ce cas

Φ (L)−1 =
+∞∑
j=−∞

ψjL
j,

où
+∞∑
j=−∞

|ψj| < +∞.

Proposition 2.5.2

Si Xt s’écrite sous forme :

Φ (L)Xt = Θ (L) εt + c,

où Φ (L) et Θ (L) sont des filtres linéaire de la forme (2.5), alors :

i) Xt est stationnaire si et seulement si toutes les racines de Φ sont en module strictement

supérieur à 1.

ii) Xt est inversible si et seulement si toutes les racines de Θ sont en module strictement

supérieur à 1.
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Chapitre 3

Modèles ARMA

Dans ce chapitre, on considère certains modèles linéaires fréquemment utilisés

pour une série temporelle. Nous commençons par deux modèles simples : le

modèle autorégressif (AR) et le modèle à moyenne mobile (MA). On continue avec le

modèle ARMA qui permet de combiner ces deux modèles. Ce chapitre traite aussi la

méthode de prévision des séries temporelles, telle que la méthode de Box et Jenkins. Les

références les plus importantes dans ce domaine sont les ouvrages de Box et al (2016) [8],

Box et Jenkins (1976) [7], Shumway & Stoffer (2017) [17] et Aragon (2011) [2]

3.1 Modèle autorégressif

Définition 3.1.1 (Modèle autorégressif)

Xt est un modèle autorégressif d’ordre p, noté AR (p), si :

Xt = c+

p∑
j=1

αjXt−j + εt, (3.1)

où αj ∈ R, avec αp 6= 0, εt v BB (0, σ2
ε) et c une terme constante. La relation (3.1) est

équivalente à l’écriture suivante :

Φ (L)Xt = c+ εt, (3.2)
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avec

Φ (L) = 1− α1L− α2L
2 − · · · − αpLp.

Remarque 3.1.1

1) Un modèle AR (p) est stationnaire si toutes les racines du polynôme caractéristique

Φ (z) sont de module supérieur strictement à 1. Dans ce cas, Xt est de moyenne

µ = c/ (1− α1 − α2 − · · · − αp) .

2) Sous l’hypothèse de stationnarité de Xt, il est possible de se ramener à un modèle

centré par une simple translation Yt = Xt − µ, tel que :

E (Yt) = 0, γY (h) = γX (h) et ρY (h) = ρX (h) .

3) Un modèle AR (p) est toujours inversible.

3.1.1 Autocovariance et autocorrélation d’un AR (p)

On considère le cas d’un modèle AR (p) stationnaire et centré :

Xt = α1Xt−1 + α2Xt−2 + . . .+ αpXt−p + εt (3.3)

La fonction d’autocovariance est :

γX (h) = E (XtXt−h) , ∀h ≥ 0

En multipliant la relation (3.3) par Xt−h, nous obtenons

XtXt−h = α1Xt−1Xt−h + α2Xt−2Xt−h + . . .+ αpXt−pXt−h + εtXt−h.

Alors

γX (h) = α1γX (h− 1) + α2γX (h− 2) + · · ·+ αpγX (h− p) + E (εtXt−h) , ∀h ≥ 0.
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Et comme

E (εtXt−h) =

 σ2
ε si h = 0,

0 si h ≥ 1.

On obtient donc

γX (h) =

p∑
j=1

αjγX (h− j) , ∀h ≥ 1. (3.4)

Pour h = 0, on procède de la même façon

γX (0) = E
(
X2
t

)
= E (α1Xt−1Xt + α2Xt−2Xt + . . .+ αpXt−pXt + εtXt) (3.5)

=

p∑
j=1

αjγX (j) + σ2
ε .

On divise les deux membres de (3.5) par γX (0), on obtient la variance de Xt

γX (0) = σ2
X =

σ2
ε

1−
p∑
j=1

αjρX (j)

.

En divisant (3.4) par γX (0), nous obtenons la fonction d’autocorrélation

ρX (h) =
γX (h)

γX (0)
=

p∑
j=1

αj
γX (h− 1)

γX (0)
=

p∑
j=1

αjρX (h− j) , ∀h ≥ 1 (3.6)

Les deux équations (3.4) et (3.6) s’appellent le système de Yule-Walker.

Estimation des paramètres

Tout d’abord, pour obtenir ρX (1) , ρX (2) , · · · , ρX (p), il suffi t résoudre le système d’équa-

tion suivant :
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h = 1

h = 2

...

h = p− 1

h = p



ρX (1) = α1ρX (0) + α2ρX (−1) + · · ·+ αpρX (1− p)

ρX (2) = α1ρX (1) + α2ρX (0) + · · ·+ αpρX (2− p)
...

ρX (p− 1) = α1ρX (p− 2) + α2ρX (p− 3) + · · ·+ αpρX (−1)

ρX (p) = α1ρX (p− 1) + α2ρX (p− 2) + · · ·+ αpρX (0)

Et puisque la fonction ρX (h) est paire et ρX (0) = 1, alors :



ρX (1) = α1 + α2ρX (1) + · · ·+ αpρX (p− 1)

ρX (2) = α1ρX (1) + α2 + · · ·+ αpρX (p− 2)

...

ρX (p− 1) = α1ρX (p− 2) + α2ρX (p− 3) + · · ·+ αpρX (1)

ρX (p) = α1ρX (p− 1) + α2ρX (p− 2) + · · ·+ αp

Par conséquent, les équations de Yule-Walker peuvent s’écrire sous la forme matricielle

suivante :

ρ = Rpα, (3.7)

où ρ = (ρX (1) , ρX (2) , · · · , ρX (p))t, α = (α1, α2, . . . , αp)
t et RP est la matrice des auto-

corrélations définie par (2.1), elle est du rang p.

D’après (3.7 ), on déduire que l’inversion de la matrice Rp nous permet de calculer les αj

en fonction de ρX (j) seulement

α = R−1
p ρ,

ce qui nous permet d’obtenir une estimation du vecteur des paramètres α à l’aide de

ρ̂X (j)

α̂ = R̂−1

p ρ̂,
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3.1.2 Autocorrélation partielle

Les fonctions γX et ρX n’interviennent que les variables Xt et Xt±h, nous allons introduire

ici la fonction d’autocorrélation partielle, notée φh, faisant intervenir de plus les variables

intermédiaires
(
Xt±1, Xt±2, , · · · , Xt±(h−1)

)
. Pour un modèle AR (p), le calcul des autocor-

rélations partielles se fait par l’algorithme de Durbin, comme suit :

φ0 = ρX (0) = 1,

φ1 = ρX (1) ,

φh =
detR∗h
detRh

, h ≥ 2,

oùR∗h est la matriceRh en remplaçant la dernière colonne par (ρX (1) , ρX (2) , · · · , ρX (h))t

Proposition 3.1.1

Pour un modèle AR (p) les autocorrélations partielles sont nulles au-delà du rang p :

φh = 0, ∀h > p. Cette propriété nous permet d’estimer l’ordre p du modèle AR (p) .

Exemple 3.1.1 (Xt ∼ AR (1))

Considérons un modèle AR (1), avec |α| < 1 : Xt = αXt−1 + εt, alors la fonction d’auto-

covariance est :

γX (h) = E (XtXt−h) = αE (Xt−1Xt−h) = αγX (h− 1) = α2γX (h− 2)

...

= αhγX (0) , ∀h ≥ 1,

par conséquent la fonction d’autocorrélation est :

ρX (h) = αρX (h− 1) = · · · = αh, ∀h ≥ 1, (3.8)

et

γX (0) =
σ2
ε

1− αρX (1)
.
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Nous représentons dans la figure 3.1 (en haut) les trajectoires de deux exemples d’un

modèle AR(1) selon le signe du coeffi cient α (α = 0.6 et α = −0.6). Les modèles considérés

sont centrés, stationnaires et de taille n = 500 avec σ2
ε = 1. Cette figure illustre le

graphique de la fonction d’autocorrélation qui s’appelle autocorrélogramme (au milieu)

et celui de la fonction d’autorrélation partielles qui s’appelle autocorrélogramme partiel

(en bas).

Fig. 3.1 —Représentation graphique d’une trajectoire (en haut), autocorrélogramme (au
milieu) et autocorrélogramme partiel (en bas) d’un modèle AR (1)

L’autocorrélogramme montre une décroissance exponentielle vers 0, pour un coeffi cient

positif (α = 0.6) et une alternance en signe pour un coeffi cient négatif (α = −0.6). Cela

confirme le résultat théorique obtenue en (3.8).

A partir les autocorrélogrammes partiels pour un AR (1), on observe un pic significatif

pour le premier retard (h = 1) : positif si α = 0.6 > 0 et négatif si α = −0.6 < 0, les

autres autocorrélations partielles sont nulles pour des retards h > 1.
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Exemple 3.1.2 (Xt ∼ AR (2))

Considérons maintenant un modèle AR (2), centré et stationnaire : Xt = α1Xt−1 +

α2Xt−2 + εt. On a d’après le système de Yule-Walker ρX (1) = α1 + α2ρX (1) ,

ρX (2) = α1ρX (1) + α2.

Il résulte

ρX (1) =
α1

1− α2

, ρX (2) =
α2

1 + α2
2 + α2

1− α2

et γX (0) =
(1− α2)σ2

ε

1− α2 − α2
1 − α2α2

1 − α2
2 − α3

2

,

d’où

γX (1) =
α1γX (0)

1− α2

et γX (2) = α1γX (1) + α2γX (0) .

Fig. 3.2 —Représentation graphique d’une trajectoire, autocorrélogramme et autocorrélo-
gramme partiel d’un AR (2)

La figure (3.2) représente les trajectoires de deux modèles AR (2) stationnaires, de taille

n = 500 avec σ2
ε = 1 (les racines du polynôme Φ associé au premier modèle sont des
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nombres complexes, et elles sont des nombre réelles pour le second modèle).

Les autocorrélogrammes (au milieu) montre une décroissance exponentielle si les racines

sont réelles, et une forme sinusoïdale si les racines sont complexes. On constate d’après le

graphique des autocorrélations partielles (en bas) qu’il y on a deux pics significatifs pour

le premier et le second retard (h = 1, 2), les autres coeffi cients sont nuls pour des retard

h > 2.

3.1.3 Modèle autorégressif d’ordre infini

Définition 3.1.2

On dit que Xt est un modèle AR (∞), si

Xt =
+∞∑
j=1

αjXt−j + εt.

3.2 Modèle à moyenne mobile

Définition 3.2.1 (Modèle à moyenne mobile)

Xt est un modèle à moyenne mobile d’ordre q, noté MA (q), si :

Xt = µ+ εt + β1εt−1 + β2εt−2 + . . .+ βqεt−q

= µ+ εt +

q∑
j=1

βjεt−j, βj ∈ R, βq 6= 0 et εt v BB
(
0, σ2

ε

)
.

On peut noter de façon équivalente

Xt = µ+ Θ (L) εt,

où Θ (L) = 1 + β1L+ β2L
2 + · · ·+ βqL

q.
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Remarque 3.2.1

1) Un modèle MA (q) est toujours stationnaire et causal, il est de moyenne µ.

2) Il est possible d’inverser le polynôme Θ (L) dans le cas où ses racines sont de module

différent de 1 (mais un modèle MA (q) est inversible si et seulement si ces racines

sont de module strictement supérieur à 1).

3.2.1 Autocovariance et Autocorrélation d’un MA (q)

Nous considérons dans ce qui suit que le modèle MA (q) est centré.

— La fonction d’autocovariance d’un MA (q) est :

γX (h) = E (XtXt−h)

= E ((εt + β1εt−1 + . . .+ βqεt−q) (εt−h + β1εt−h−1 + . . .+ βqεt−h−q)) , h ≥ 0

=


(
1 + β2

1 + β2
2 + . . .+ β2

q

)
σ2
ε si h = 0,

(βh + βh+1β1 + . . .+ βqβh+q)σ
2
ε si 1 ≤ h ≤ q,

0 si h > q.

— La fonction autocorrélation :

ρX (h) =
γX (h)

γX (0)
=


1 si h = 0,

βh + βh+1β1 + . . .+ βqβh+q

1 + β2
1 + β2

2 + . . .+ β2
q

si 1 ≤ h ≤ q,

0 si h > q.

Remarque 3.2.2 La fonction d’autocorrélation d’un MA (q) s’annule au-delà du rang q

(h > q) .

Exemple 3.2.1 (Xt ∼MA (1))

Considère un modèle MA (1) : Xt = εt + βεt−1 , εt ∼ BB (0, σ2
ε) . Alors E (Xt) = 0,
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γX (h) =


(1 + β2)σ2

ε si h = 0,

βσ2
ε si h = 1,

0 si h > 1,

et la fonction d’autocorrélation

ρX (h) =
γX (h)

γX (0)
=


1 si h = 0,

β

1 + β2
si h = 1,

0 si h > 1.

Fig. 3.3 —Représentation graphique d’une trajectoire (en haut), autocorrélogramme (en
bas) d’un modèle MA (1)

La figure (3.3) montre la trajectoire (en haut) de deux exemples d’un MA (1), de taille

n = 200 avec σ2
ε = 1, selon le signe du coeffi cient β (β = 0.6 et β = −0.6). L’autocor-

rélogramme (en bas) montre un pic significatif pour le premier retard (h = 1) : positif si

β > 0 et négatif si β < 0. Les autres autocorrélations sont nulles pour des retards h > 1.
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3.2.2 Modèle à moyenne mobile d’ordre infini

Définition 3.2.2

Un modèle Xt est dit un MA (∞), s’il peut s’écrire sous la forme :

Xt =

+∞∑
j=−∞

βjεt−j, ∀t ∈ Z, εt v BB
(
0, σ2

ε

)
.

On dit alors que Xt est un modèle linéaire. Si de plus βj = 0, ∀j < 0

Xt =

+∞∑
j=0

βjεt−j,

on dit que Xt est causal.

Proposition 3.2.1 Pour un MA (∞), on a les propriétés suivantes :

1) E (Xt) = 0 2) var (Xt) = σ2
ε

+∞∑
j=−∞

β2
j . 3) γX (h) = σ2

ε

+∞∑
j=−∞

βjβj+|h|

3.2.3 Théorème de Wold

Le théorème de Wold est fondamental pour l’analyse de séries temporelles stationnaires.

Théorème 3.2.1 (Wold) [10]

Tout processus Xt stationnaire peut se mettre sous forme d’un modèle MA (∞) :

Xt = κt +

∞∑
i=0

ψiεt−i, (3.9)

ψi : les paramètres sont des réels, tel que Ψ0 = 1 et
∞∑
i=0

ψ2
i <∞.

εt : Bruit Blanc.

κt : est une composante linéaire telle que cov (κt, εt−i) = 0, ∀t ∈ Z.
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Exemple 3.2.2

Soit un modèle stationnaire :

Xt = φXt−1 + εt, où |φ| < 1 et εt v BB (0, 1) ,

= φ (φXt−2 + εt−1) + εt

= φ2Xt−2 + φεt−1 + εt

=
...

=

+∞∑
i=0

φiεt−i

Alors Xt a une représentationMA (∞), aves ψi = φi. En utilisant le résultat sur la somme

géométrique infinie, on note que :

∞∑
i=0

ψ2
i =

∞∑
i=0

(
φi
)2

=
∞∑
i=0

(
φ2
)i

=
1

1− φ2
<∞.

3.3 Modèle ARMA

La classe des modèles ARMA généralise les modèles AR et les modèles à moyenne mobile

MA

Définition 3.3.1 (Modèle Autorégressif et moyenne mobile)

Un modèle est dit autorégressif et moyenne mobile d’ordre p et q, noté ARMA (p, q), si :

Xt −
p∑
j=1

αjXt−j = c+ εt +

q∑
k=1

βkεt−k, (3.10)

où εt v BB (0, σ2
ε), αp 6= 0, βq 6= 0, c est une constante.

L’équation (3.10) est équivalente à l’écriture :

Φ (L)Xt = c+ Θ (L) εt (3.11)
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Où : Φ (L) = 1− α1L− α2L
2 − · · · − αpLp et Θq (L) = 1 + β1L+ β2L

2 + · · ·+ βqL
q. Les

polynômes Φ et Θ n’ont pas de racines communes. On considère que Φ et Θ ont tous les

racines de module strictement supérieur à 1,

Remarque 3.3.1

1) Les conditions de stationnarité d’un processus ARMA sont déterminées par les racines

du polynôme associé à sa composante AR, alors que son inversibilité dépend des

racines du polynôme associé à sa composante MA.

2) Xt est un ARMA (p, q) de moyenne µ, si Yt = Xt − µ est un ARMA (p, q) centré.

Dans ce cas µ = c/ (1− α1 − α2 − · · · − αp)

3) Un modèle AR (p) (respectivement MA (q)) est un modèle ARMA (p, 0) (respective-

ment ARMA (0, q)).

4) Si q = 0, p = 0, le modèle théorique ARMA (0, 0) est l’unique processus qui admet

simultanément une représentation AR pure et une représentation MA pure.

Propriété 3.3.1

Si Xt est un ARMA (p, q) stationnaire et centré, alors :

1. Xt admet la représentation MA (∞) : Xt =
Θ (L)

Φ (L)
εt =

∞∑
i=0

βiεt−i,

2. Xt admet la représentation AR (∞) : εt =
Φ (L)

Θ (L)
Xt =

∞∑
i=0

ψiXt−i.

3.3.1 Fonction génératrice d’autocovariance

Définition 3.3.2 (Fonction génératrice d’autocovariance)

Pour un modèle Xt stationnaire la fonction génératrice d’autocovariance est donnée par :

G (z) =

+∞∑
h=−∞

γX (h) zh = σ2
εΨ (z) Ψ

(
z−1
)
,

où

Ψ (z) =
Θ (z)

Φ (z)
.
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Cette fonction permet de calculer les γX (h), en identifiant les coeffi cients de zh.

Exemple 3.3.1 (Xt ∼ ARMA (0, 2))

Considérons un modèle ARMA (0, 2) : Xt = εt +β1εt−1 +β2εt−2. On a Θ (L) = 1 +β1L+

β2L
2, alors

G (z) = σ2
εΨ (z) Ψ

(
z−1
)

= σ2
εΘ (z) Θ

(
z−1
)

= σ2
ε

(
1 + β1z + β2z

2
) (

1 + β1z
−1 + β2z

−2
)

= σ2
ε

[(
1 + β2

1 + β2
2

)
+ (β1 + β1β2)

(
z + z−1

)
+ β2

(
z2 + z−2

)]
.

Par conséquent

γX (h) =



(1 + β2
1 + β2

2)σ2
ε si h = 0,

(β1 + β1β2)σ2
ε si h = 1,

β2σ
2
ε si h = 2,

0 si h > 2.

3.4 Modèles ARIMA et SARIMA

Les modèles ARIMA et SARIMA sont des modèles non stationnaires qui présentent

des tendances polynomiales de degré d (avec d ≥ 1) et/ou des variations saisonnières de

période s.

Définition 3.4.1 (Modèle Autorégressif et moyenne mobile intégré)

Un modèle Xt est dit autorégressif et moyenne mobile intégré d’ordre p, d et q, noté

ARIMA (p, q), si le modèle Yt = ∆dXt = (1− L)dXt est un modèle ARMA (p, q) de

moyenne nulle. Xt admet donc la représentation suivant :

Φ (L) ∆dXt = Θ (L) εt,
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où  Φ (L) = 1− α1L− α2L
2 − · · · − αpLp, αp 6= 0,

Θq (L) = 1 + β1L+ β2L
2 + · · ·+ βqL

q, βq 6= 0.

Définition 3.4.2 (Modèle SARIMA)

Xt est un modèle SARIMA(p, d, q)(P,Q,D)s si le modèle différentié :

Yt = ∆d∆D
s Xt = (1− L)d (1− Ls)DXt,

est un ARMA (p, q), tel que :

∆d∆D
s Φ (L) Φs (Ls)Xt = Θ (L) Θs (Ls) εt,

Φs et Θs sont des polynômes de degrés P et Q respectivement

 Φs (z) = 1− αs,1z − α2z
2 − · · · − αs,P zP , αs,P 6= 0,

Θq (L) = 1 + βs,1L+ βs,2L
2 + · · ·+ βs,Qz

Q, βs,Q 6= 0.

3.5 Prévision par la méthode de Box-Jenkins

Box et Jenkins (1976) [7] ont promu une méthodologie consistant à modéliser les séries

temporelles univariées au moyen des processus ARMA. Ces processus sont parcimonieux

et constituent une bonne approximation de processus plus généraux pourvu que l’on se

restreigne au cadre linéaire. Les modèles ARMA donnent souvent de bon résultats en

prévision. La figure (3.4) représente l’organigramme de cette méthodologie.

3.5.1 Identification

La stationnarité de la série Xt est d’abord testée soit graphiquement, ou théoriquement

par les tests de racines unitaire (ou de non stationnarité), les plus connues sont : Test de

Dickey-Fuller simple, Test de Dickey-Fuller augmenté, Test de Philipe et Perron, ...
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Fig. 3.4 —Organigramme de la méthode de Box & Jenkins

Si la série n’est pas stationnaire, il convient de la transformer par différentiation ∆Xt,

∆2Xt, · · · , pour obtenir une série stationnaire.

L’étape d’identification d’un processus ARMA (choix entre AR,MA et ARMA, et choix

de p et q) de Box et Jenkins est basée sur la comparaison de caractéristiques théoriques

des modèles ARMA à leurs équivalents empiriques.

1) Pour un modèle stationnaire satisfaisant une représentation AR(p), les autocorréla-

tions partielles sont identiquement nulle au-delà de l’ordre p.

2) Pour un modèle satisfaisant une représentation MA(q), les autocorrélations s’annules

à partir de q.

3) Pour déterminer les ordres p et q d’un modèle ARMA. On peut baser sur les auto-

corrélations et les autocorrélations partielles. Pour obtenir l’ordre de la composante

MA, il faut identifier l’autocorrélation significative dont l’ordre est le plus élevé ;

pour la composante AR, il faut identifier l’autocorrélation partielle significative dont

l’ordre est le plus élevé.
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Remarque 3.5.1

1. Les entiers d et D pour un modèle SARIMA sont choisis de sorte que la série différen-

ciée : (1− L)d(1− Ls)D soit stationnaire.

2. On utilise les autocorrélations et les autocorrélations partielles pour les valeurs multiple

de s pour le choix des ordres P et Q d’un modèle SARIMA.

3.5.2 Estimation des paramètres

Etant donné le modèle Xt admettant une représentation ARMA(p, q), donnée par (3.10).

L’estimation des paramètres αj
(
j = 1, p

)
, βk

(
k = 1, q

)
et σ2

ε du (des) modèle (s) sélec-

tionné (s) peut se réalise par les méthodes suivantes.

1) Méthode du maximum de vraisemblance.

2) Dans le cas d’un AR (p), on utilise les équations de Yule-Walker.

3.5.3 Validation

Après l’étape l’identification, si on dispose de plusieurs modèles, il est nécessaire d’effectuer

des tests sur les paramètres et sur les résidus.

1. Test de significativité des coeffi cients

On vérifie tout d’abord que les racines des polynômes AR et MA ne sont pas égales à 1.

On teste la significativité des coeffi cients du modèle ARMA par le test de Student.

2. Test sur le bruit blanc

Pour que les modèles obtenues soient valides, il convient de vérifier que les résidus estimés,

notés ε̂t suivent un bruit blanc, non autocorrélé et de même variance σ̂2
ε et qu’ils suivent

une loi normale. Si ces hypothèses ne sont pas rejetées, on peut alors mener des tests sur

les paramètres.
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a) Test sur la moyenne des résidus

Pour vérifier que les résidus estimés sont centrés, comme il se doit, il s’agit de confronter

les hypothèses  H0 : E (εt) = 0,

H1 : E (εt) 6= 0.

Une statistique de test est définie par :

ζ =
ε̂

Sε/
√
T
,

où ε̂ =
1

T

T∑
t=1

εt et Sε =
1

T

T∑
t=1

ε2
t . La statistique ζ est approximativement distribuée selon

la loi normale centrée réduite, notée N (0, 1). Ainsi, on rejette H0 si |ζ| > zα/2, où zα/2

est la quantile d’ordre α/2 de la loi N (0, 1).

b) Test de Box-Pierce et Ljung-Box

Le test de Box-Pierce permet d’identifier les processus de bruit blanc. Ce test s’écrit :

 H0 : ρ (1) = ρ (2) = . . . = ρ (h) = 0,

H1 : il existe i telle que ρ (i) 6= 0.

Pour effectuer ce test, on utilise la statistique de Box et Pierce (1970) [9], donnée par :

Q = T

h∑
k=1

ρ̂2 (k) ,

où h est le nombre de retards, T est le nombre d’observations et ρ̂ (k) l’autocorrélation

empirique d’ordre k. Sous l’hypothèse que les résidus suivent un bruit blanc. Cette statis-

tique, suit une loi du khi-deux à h degré de liberté, notée X 2
h . Nous rejetons donc H0 si

Q > X 2
h (1− α), où X 2

h (1− α) est le quantile d’ordre 1− α de la loi du X 2
h .
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Ljung et Box (1978) [14] ont améliorés ce test en considérant la statistique

QLB = T (T + 2)

h∑
k=1

ρ̂2 (k)

T − j .

c) Test de normalité

Plusieurs des modèles de séries temporelles supposent que les résidus sont indépendants

et distribués selon la loi Normale. Un des tests permettant de vérifier la normalité des

résidus est celui de Jarque-Bera. Les hypothèses à confronter sont :

 H0 : εt v N (0, 1) ,

H1 : εt 6v N (0, 1) .

La statistique du test est définie par :

JB =
T

6
β2

1 +
T

24
(β2 − 3)2 ,

où β1et β2 sont respectivement les coeffi cients d’asymétrie (Skewness) et d’aplatissement

(Kurtosis), donné par :

β1 =
1

T

T∑
t=1

(
Xt − X̄

S

)3

et β2 =
1

T

T∑
t=1

(
Xt − X̄

S

)4

,

ici, X̄ et S sont respectivement la moyenne et l’écart type empiriques. La statistique JB

suit asymptotiquement la loi du X 2
2 . On rejette donc l’hypothèse de normalité des résidus

H0, si JB > X 2.

3. Choix du modèle

Une fois quelques modèles choisis, l’erreur de prévision dépend de la variance σ2
ε , notre

but est donc de choisir le meilleur modèle qui minimise cette erreur par l’intermédiaire de

l’un des critères suivants :
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Critères standard :

i) L’erreur quadratique moyenne (MSE : Mean Square Error) :

MSE =
1

T

T∑
t=1

ε2
t .

ii) La racine de l’erreur quadratique moyenne (RMSE : Root Mean Square Error) :

RMSE =

√√√√ 1

T

T∑
t=1

ε2
t .

iii) L’erreur absolue moyenne (MAE : Mean absolute Error) :

MAE =
1

T

T∑
t=1

|εt| .

Critères d’information :

1. Le critère AIC (Akaïke Information Criterion) :

AIC (p, q) = ln σ̂2
ε + 2 (p+ q) /T,

2. Le critère BIC (Schwartz Bayesian Information Criterion) :

BIC (p, q) = ln σ̂2
ε + (p+ q) ln (T ) /T,

3. Hannan-Quinn :

φ (p, q) = ln σ̂2
ε + (p+ q) c ln (ln (T )) /T, avec c > 2.

3.5.4 Prévision

Dans cette étape étant donnée une série stationnaire Xt, observée entre 1 et T , on cherche

à faire de la prévision à horizon h : XT+1, . . . , XT+h. Tous les processus AR, MA et
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ARMA seront supposés sous forme canonique, et n’avoir aucune racine unité. Aussi, les

polynômes Φ et Θ ont leurs racines de module strictement supérieur à 1.

Prévisions à l’aide d’un modèle AR(p)

Soit un modèle AR (p)

Xt = c+ α1Xt−1 + α2Xt−2 + . . .+ αpXt−p + εt, avecεt ∼ BB
(
0, σ2

ε

)
.

On appelle prévision optimale à la date T + h, la valeur

X̂T (h) = X̂T+h = E [XT+h |σ (X) ] ,

où σ (X) est l’information disponible f (X1, . . . , XT ). On trouve ensuite

X̂T+1 = c+ α1XT + α2XT−1 + · · ·+ αpXT+1−p

X̂T+2 = c+ α1X̂T+1 + α2XT + · · ·+ αpXT+2−p+2

...

X̂T+h = c+ α1X̂T+h−1 + α2X̂T+h−2 + · · ·+ αpX̂T+h−p

On a εt est indépendant de σ (ε) alors E (εT |σ (ε)) = 0. De façon générale, on a :

X̂T+h =

 c+ α1X̂T+h−1 + · · ·αh−1X̂T+1 + αhXT + · · ·+ αpXT+h−p si h ≤ p,

c+ α1X̂T+h−1 + α2X̂T+h−2 + · · ·+ αpX̂T+h−p si h > p.

Prévisions à l’aide d’un modèle MA(q)

Considérons un modèle MA (q)

Xt = c+ Θ (L) εt = c+ εt + β1εt−1 + . . .+ βqεt−q, εt ∼ BB
(
0, σ2

ε

)
.
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La prévision optimale à la date T + h est donnée par :

X̂T (h) = X̂T+h = E (XT+h |εT , εT−1, · · · ) .

On trouve alors

XT+1 = c+ εT+1 + β1εT + β2εT−1 + · · ·+ βqεT+1−q,

X̂T+1 = c+ 0 + β1εT + β2εT−1 + · · ·+ βqεT+1−q

et

XT+2 = c+ εT+2 + β1εT+1 + β2εT + · · ·+ βqεT+2−q,

X̂T+2 = c+ 0 + θ2εT + · · ·+ θqεT+2−q.

Jusqu’à

XT+h = c+ εT+h + β1εT+h−1 + β2εT+h−2 + · · ·+ βqεT+h−q,

X̂T+h = c+ ε̂T+h + β1ε̂T+h−1 + β2ε̂T+h−2 + · · ·+ βqε̂T+h−q,

où

ε̂T+h = E [εT+h | σ (X)] =

 0 si h ≥ 1,

εT si h = 0.

ε̂T+h−1 = E [εT+h−1 | σ (X)] =

 0 si h ≥ 2,

εT+h−1 si h ≤ 1.

...

ε̂T+h−q = E [εT+h−q | σ (X)] =

 0 si h ≥ q + 1,

εT+h−q si h ≤ q.
.
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Pour XT+h on peut distincte deux cas

X̂T+h =

 c+ βhεT + · · ·+ βhεT+h−q si h ≤ q,

c si h > q.

Remarque 3.5.2 Cette forme est exacte mais pratiquement n’est pas utilisable, car le

passé du bruit ne peut pas être connu, et en utilisant la représentation AR (∞) pour

calculer les prévisions. On a

Θ (L)−1Xt = c+ εt,

et

Θ (L)−1 =

∞∑
k=0

ρkL
k,
∞∑
k=0

|ρk| <∞.

Alors

Xt = c−
∞∑
k=0

ρkXt−k + εt, et

XT+h = c−
∞∑
k=0

ρkXT+h−k + εT+h.

Pour les prévisions optimales

X̂T+1 = c−
+∞∑
k=1

ρkX̂T+1−k

X̂T+2 = c−
+∞∑
k=1

ρkX̂T+2−k

...

X̂T+h = c−
+∞∑
k=1

ρkX̂T+h−k = c−
h−1∑
k=1

ρkX̂T+h−k −
+∞∑
k=h

ρkXT+h−k

X̂T+h = c−
h−1∑
k=1

ρkX̂T+h−k −
T+h−1∑
k=h

ρkXT+h−k +

∞∑
k=T+h

ρkXT+h−k.

Comme en pratique, on n’observe pas les Xt pour t ≤ 0, on néglige donc le troisième
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terme. Ce qui permet d’approcher les prévisions par :

X̂T+h = c−
+∞∑
k=1

ρkX̂T+h−k = c−
h−1∑
k=1

ρkX̂T+h−k −
T+h−1∑
k=h

ρkXT+h−k.

Prévisions à l’aide d’un modèle ARMA(p, q)

Considérons un modèle ARMA (p, q) : Φ (L)Xt = c + Θ (L) εt, où εt ∼ BB (0, σ2
ε), ou

encore

Xt = c+

p∑
j=1

αjXt−j +

q∑
k=1

βkεt−k + εt

avec E (Xt) = µ =
c

Φ (1)
6= 0. En posant Yt = Xt −m, on obtient

Yt =

p∑
j=1

αjYt−j +

q∑
k=1

βkεt−k + εt,

ce qui implique que

YT+h =

p∑
j=1

αjYT+h−j +

q∑
k=1

βkεT+h−k + εT+h

La prévision optimale est donnée par

ŶT+h =

p∑
j=1

αjŶT+h−j +

q∑
k=1

βkε̂T+h−k.

3.6 Application sous R

3.6.1 Analyse d’une série temporelle sous R

1. Créer un objet de type série temporelle : série=ts(data,start,end,frequency)

— ts : utilisée pour la création d’un objet série temporelle.

— data : contient le vecteur des données.

— start et end : mentionne les dates de début et de fin de la série.
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— frequency : mentionne le nombre de données par unité de temps.

2. Représenter graphiquement un objet de type série temporelle : plot.ts(série)

3. Transformation et décomposition d’une série temporelle :

— La fonction log : permet de stabiliser la variance.

— La fonction diff permet d’appliquer l’opérateur de différentiation ∆k ou ∆s :

diff(série,lag=s,difference=k)

— La fonction decompose permet d’extraire d’une série temporelle : la composante saison-

nière (decomp$seasonal), la tendance (decomp$trend), et la partie aléatoire (decomp$random),

dont la syntaxe est donnée par :

decomp=decompose(série,type=c("additive","mutliplicative"))

4. Lissage exponentiel : Les méthodes de lissages exponentiels sont disponibles sous

R, grâce à la fonction HoltWinters.

— Lissage exponentiel simple : sliss=HoltWinters(série,alpha=α,beta=F,gamma=F)

— Lissage exponentiel double : dliss=HoltWinters(série,alpha=α,beta=β,gamma=F)

Exemple 3.6.1 (Modèle additif)

On considère la série de la concentration atmosphérique de co2 à Mauna Loa (Hawai),

c’est une série temporelle mensuelle de 468 observations entre 1959 et 1997. Le fichier de

donnée contenu dans le logiciel R

série=ts(co2,c(1959,1),c(1997,12),f=12)

plot.ts(série,main="Modèle additif",xlab="Temps",ylab=expression(X[t]),col="4")

decomp=decompose(série,type="additive")

plot(decomp,xlab="Temps ",col="4")

Après avoir représenté graphiquement cette série (1.1) et sa décomposition (3.5), elle

semble contenir une tendance linéaire et une composante saisonnière annuelle.
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Fig. 3.5 —Décomposition de la série co2

Pour enlever ces deux composantes, on applique le filtre :∆ (∆12)Xt = (1− L) (1− L12)Xt

comme suit :

D=diff(diff(série,lag=12),difference=1)

plot(D,xlab="Temps ",ylab=expression(Delta(X[t])),col="4")

On obtient le graphique de la nouvelle série stationnaire (3.6).

Fig. 3.6 —Représentation graphique de la série co2 après différentiation
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Exemple 3.6.2 (Modèle multiplicatif)

On considère la série de nombre mondial mensuel de passagers aériens (en milliers) entre

Janvier 1949 et Décembre 1960, pris de Box et Jenkins [?]. C’est une des séries les plus

utilisées comme exemple d’application. Les données (AirPassengers) sont disponibles sous

logiciel R. A l’aide des commandes suivantes :

X=AirPassengers

plot.ts(X,main="Modèle multiplicatif",xlab="Temps",

ylab=expression(X[t]),col="4")

On obtient le graphique de la série (1.2), qui montre une tendance de type exponentiel ainsi

qu’une saisonnalité de période 12 (saisonnalité annuelle). Si on effectue une transformation

logarithmique de cette série, on se ramène à une série additif, représenté dans la figure 3.7

(en haut), et qui présente une tendance linéaire et conserve une saisonnalité (au milieu).

decomp=decompose(log(X),type="additive")

plot(decomp,xlab="Temps ",col="4")

Fig. 3.7 —Décomposition de la série log(Xt)
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Pour éviter le problème de non stationnarité de la série, on effectue donc une double

différentiation (1− L) et (1− L12), on obtient la figure (3.8), à l’aide de ce code R.

Xdd=diff(diff(log(X),lag=12),difference=1)

plot.ts(Xdd,main="Série stationnaire",

ylab=expression(Delta(Delta[12])(X[t])),col="4")

Fig. 3.8 —Représentation graphique de la série log(Xt) après une double différentiation

3.6.2 Simulation des modèles stationnaire sous R

Exemple 3.6.3 (Modèle stationnaire)

On simule un bruit blanc gaussien de variance σ2
ε = 2.5, par : (voir la figure 2.1)

n=200

bruit=ts(rnorm(n,0,sqrt(2.5)))

plot.ts(bruit,main="Bruit Blanc",col="4",xlab="temps",

ylab=expression(epsilon[t]))
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Exemple 3.6.4 (Modèle non stationnaire)

On simule une marche aléatoire comme suit : (voir la figure 2.2)

x=rep(0,n)

for(i in 2 :n){x[i]=x[(i-1)]+bruit[i]}

plot.ts(x,main="Marche aléatoire",xlab="temps",ylab=expression(X[t]),col="4")

3.6.3 Simulation des modèles linéaire sous R

—Déclaration d’un modèle AR(p), MA(q) et ARMA(p, q) est respectivement :

ts=arima.sim(list(order=c(p,0,0),ar=x),sd=sqrt(σ2
ε),n)

ts=arima.sim(list(order=c(0,0,q),ma=ε),sd=sqrt(σ2
ε),n)

ts.arma=arima.sim(list(order=c(p,0,q),ar=x,ma=ε),sd=sqrt(σ2
ε),n)

—Test de stationnarité (Test de Dickey-Fuller augmenté) :

Charger le package tseries : library(tseries)

adf.test(ts,alternative=c("stationary"),k=0)

Si p− value < à 0.05 la série est stationnaire.

Tous les tests sont effectués au seuil 5%.

—Calcul et représentation des autocovariances , autocorrélations et autocore-

lations partielles :

acf(ts,type="covariance")

acf(ts,type="correlation")

pacf(ts)

— Estimation des paramètres d’un AR (p)

La fonction ar.yw(ts,order=p) nous permet de fournir l’estimation des paramétres

d’un modèle AR(p) sous R.
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Exemple 3.6.5 (Modèle AR (2))

On génère une série de données de taille n = 500 à partir d’un modèle AR (2), tel que :

Xt = 0.8Xt−1 − 0.4Xt−2 + εt et εt v BB(0, 1).

ts.ar=arima.sim(list(order=c(2,0,0),ar=c(0.9,-0.8)),sd=1,n=500)

par(mfrow=c(3,1))

plot(ts.ar,main=expression(paste("Modèle AR(2),",alpha[1]==0.9,",",

alpha[2]==-0.8)),ylab=expression(X[t]),xlab="Temps")

acf(ts.ar,main="Autocorrélogramme",xlab="h",ylab=expression(rho[X](h)))

pacf(ts.ar,main="Autocorrélogramme partiel",xlab="h",

ylab=expression(phi[h]),col="4")

Les graphiques de la trajectoire, la fonction d’autocorrélation et la fonction d’autocor-

rélation partielle de ce modèle sont déjà représentés par la figure (3.2) et commentés

dans l’exemple 3.1.2, avec la ligne pointillée bleue indique le niveau en-dessous duquel

l’autocorrélation ou l’autocorrélation partielle n’est plus statistiquement significative.

library(tseries)

adf.test(ts.ar,alternative=c("stationary"),k=0)

D’après le test de stationnarité la p−value = 0.01 < 0.05, alors la série de modèle AR (2)

est stationnaire.

Exemple 3.6.6 (Modèle MA (1))

On génère une série de donnée de taille n = 200 à partir d’un modèle MA (1), tel que :

Xt = εt + 0.6εt−1 avec εt v BB(0, 1).
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ts.ma=arima.sim(list(order=c(0,0,1),ma=0.6),sd=sqrt(4),n=200)

par(mfrow=c(2,1))

ts.plot(ts.ma,type="l",xlab="temps",ylab="MA(1)",col="4")

plot(ts.ma,main=expression(paste("Modèle MA(1),",beta==0.6)),

ylab=expression(X[t]),xlab="t")

acf(ts.ma,main="Autocorrélogramme",xlab="h",

ylab=expression(rho[X](h)),ylim=c(-0.5,1.2))

Les graphiques de la trajectoire et la fonction d’autocorrélation de ce modèle sont déjà

représentés par la figure (3.3) et commentées dans l’exemple 3.2.1.

library(tseries)

adf.test(ts.ma,alternative=c("stationary"),k=0)

Le test donne un p− value = 0.01 < 0.05, alors le modèle est stationnaire et inversible.

3.6.4 Méthode de Box-Jenkins sous R

1. Identification : La fonction adf.test() teste la stationnarité de la série. On peut

également utiliser le test de Philipe et Perronla à travers la fonction kpss.test() ;

si p− value < à 0.05 la série est stationnaire. On peut aussi tester la stationnarité

graphiquement.

2. La fonction M=arima(série,order=c(p,0,q)) pour estimer les paramètres d’un

modèle ARMA (p, q)

3. La fonctionM=arima(série,order=c(p,d,q),list=(order=c(P,D,Q),period=s)

pour estimer les paramètres d’un modèle SARIMA (p, d, q) (P,D,Q)s

4. La fonction Box.test(série) teste la bruité de la série ; si p − value > à 0.05 la

série est un bruit blanc.

5. qqplot, qqnorm et jarque.bera.test ce sont des fonctions pour tester la normalité

des résidus.

6. La foncton forecast(M,h) permet de faire les prévisions à l’horizon h.
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Exemple 3.6.7 (Méthode de Box et Jenkins)

On applique la méthode de Box et Jenkins sur la série AirPassengers, introduit dans

l’exemple 3.6.2. Cet exemple s’inspire fortement de [10], [20], [21], [22] et [13].

Etape 1 : Identification du modèle

L’analyse graphique de cette série (figure 1.2) montre l’existence d’une tendance et une

saisonnalité, ce qui traduit un problème de non stationnarité. Une autre façon de tester la

stationnarité est d’appliquer le test de Dickey-Fuller augmenté sur notre série en utilisant

la fonction adf.test du package tseries sous R.

library(tseries)

adf.test(X,alternative="stationary",k=12)

Le test donne un p − value = 0.7807 > 0.05, ce qui confirme que la série n’est pas

stationnaire.

Maintenant, on travaille sur le logarithme de la série afin de pallier l’accroissement de

la saisonnalité (voir la figure 3.7). On passe ainsi d’un modèle multiplicatif à un modèle

additif. On effectue donc une double différenciation (1− L) et (1− L12). Les données

transformées semblent stationnaires, le graphe de la nouvelle série oscille davantage autour

de 0. Dans ce cas d = 1 et D = 1, on identifiera donc un modèle ARMA sur la série :

Yt = (1− L)
(
1− L12

)
logXt

L’autocorrélograme (ACF ) et l’autocorrélogramme partiel (PACF ) de la série Yt sont

illustrés dans la figure (3.9).

library(caschrono)

acf2(Xdd,max.lag=50,main=expression(Delta(Delta[12])(log(X[t]))))
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Fig. 3.9 —Autocorrélogramme et autocorrélogramme partiel de la série Yt

a) Composante saisonnière : A l’échelle annuelle, la série présente une forte autocor-

rélation au premier retard (1s avec s = 12). Ainsi, que l’ACF décroit rapidement après le

premier retard, alors que le PACF n’est pas très claire du fait du "rebond" au 3éme retard

(3s), ceci suggère un SARMA(P,Q) avec Q = 1 et P = 0 dans la saison.

b) Composante non saisonnière : En inspectant le même graphique, on se concen-

tre juste sur une saison. Nous constatons que l’ACF et le PACF n’a pas vraiment de

décrochage sur une année. Ceci suggère donc pour la composante non saisonnière trois

modèle ARMA(1, 1), ARMA(0, 1) et ARMA(1, 0).

Pour résumer, on essaie d’abord un premier modèle SARIMA(1, 1, 1)(0, 1, 1)12 sur la série

logXt

Etape 2 : Estimation

On estime les paramètres du modèle à l’aide du code suivant :
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library(forecast)

modèle1=Arima(log(X),order=c(1,1,1),list(order=c(0,1,1),period=12),

include.mean=FALSE)

La sortie du code, nous donne les estimateurs des paramètres et la valeur des critères AIC

et BIC.

#Series : log(X)

#ARIMA(1, 1, 1)(0, 1, 1)[12]

#Coefficients :

# ar1 ma1 sma1

# 0.1960 −0.5784 −0.5643

#s.e 0.2475 0.2132 0.0747

#sigmaˆ2 estimated as 0.001375 : loglikelihood = 244.95

#AIC = −481.9 AICc = −481.58 BIC = −470.4

Etape 3 : Validation

1. Test de significativité des coeffi cients : On applique le test de student, en utilisant

la package caschrono, comme suit :

library(caschrono)

t_stat(modèle1)

# ar1 ma1 sma1

# t.stat 0.792074 −2.712696 −7.554402

# p.val 0.428318 0.006674 0.000000

La sortie du test nous indique que le coeffi cient du AR(1) est non significatif au seuil

5% (car la p− value > 0.05). Nous devrions donc essayer de supprimer un paramètre de

la partie intra-saisons. Dans ce cas, il semblerait pertinent de prendre le second modèle

SARIMA(0, 1, 1)(0, 1, 1)12 et le troisième modèle SARIMA(1, 1, 0)(0, 1, 1)12. On estime

donc les coeffi cients des deux modèles.
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modèle2=Arima(log(X),order=c(0,1,1),list(order=c(0,1,1),period=12),

include.mean=FALSE)

modèle3=Arima(log(X),order=c(1,1,0),list(order=c(0,1,1),period=12),

include.mean=FALSE)

Les résultats obtenus sont les suivants :

#Series : log(X) #Series : log(X)

#ARIMA(0, 1, 1)(0, 1, 1)[12] #ARIMA(1, 1, 0)(0, 1, 1)[12]

#Coefficients : #Coefficients :

# ma1 sma1

# −0.4018 −0.5569

#s.e 0.0896 0.0731

# ar1 sma1

# −0.3395 −0.5619

#s.e 0.0822 0.0748

#sigmaˆ2 estimated as 0.001371

# : loglikelihood = 244.7

#sigmaˆ2 estimated as 0.001391

v : loglikelihood = 244.7

#AIC = −483.4 AICc = −483.21

#BIC = −474.77

#AIC = −481.49 AICc = −481.3

#BIC = −472.86

On va tester maintenant la signification des coeffi cients des deux modèles

t_stat(modèle2)

t_stat(modèle3)

# ma1 sma1 # ar1 sma1

# t.stat −4.482497 −7.618985 # t.stat −4.129478 −7.510892

# p.val 0.000007 0.000000 # p.val 0.000036 0.000000

Les paramètres des modèles sont donc significatifs au seuil 5%.

2. Test sur le bruit blanc :

Le diagnostic des résidus associés au deusième modèle est illustré dans la figure (3.10).

La série des résidus semble visuellement stationnaire, l’ACF des résidus indique bien un

bruit blanc, le qqplot selon la loi normale indique la normalité des résidus et les p-valeurs

du test de Ljung-Box, sauf pour une ou deux valeurs aberrantes, indiquent que la partie

résiduelle est bien un bruit blanc.
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Fig. 3.10 —Analyse des résidus

3. Choix du modèle : Tous les critères d’information AIC et BIC préfèrent le modèle

SARIMA(0, 1, 1)(0, 1, 1)12. Le meilleur modèle ajusté est donc :

(1− L)
(
1− L12

)
log (Xt) = (1− 4.482497L)

(
1− 7.618985L12

)
εt.

Etape 4 : Prévision

D’après le modèle retenu on peut prédire des résultats sur 2 ans (de 1961 à 1962). Les

résultats sont illustrés dans la figure 3.11.

pred_mode2=forecast(modèle2,h=24,level=95)

pred=exp(pred_mode2$mean)

pred_l=ts(exp(pred_mode2$lower),start=c(1961,1),frequency=12)

pred_u=ts(exp(pred_mode2$upper),start=c(1961,1),frequency=12)

ts.plot(X,pred,pred_l,pred_u,xlab="t",ylab="AirPassengers",

col=c(1,2,4,4),lty=c(1,1,2,2),lwd=c(1,2,2,2,main="Prévision (1961-1962))
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Fig. 3.11 —Représentation graphique des valeurs prédictives de la série AirPassenegrs sur
2 ans
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Conclusion

Au cours de ce mémoire, nous avons regroupés de prés quelques méthodes qui

permettent de modéliser (c-à-d identifier un modèle adéquat) des séries tem-

porelles. Nous sommes intéressés aux modèles linéaires dont on a synthétisé les propriétés

statistiques des modèles AR, MA et ARMA.

Nous nous servons de ces méthodes de modélisation pour prédire le comportement des

séries chronologiques. Pour ce faire, nous avons utilisé la méthode de Box et Jenkins.

Nous avons complétés cette étude théorique par une mise en pratique sous R à l’aide

des packages tseries, caschrono, forecast et astsa. Après avoir appliqué la méthode de

Box et Jenkins qui nous a permet de modéliser la série du nombre de passagers aériens

(Airpassnegers) et d’aboutir au modèle SARIMA(0, 1, 1) (0, 1, 1)12, nous avons procédé

au calcul des prévisions sur une période de deux ans.

En conclusion, les notions présentées dans ce mémoire ne constituent qu’une petite part

des connaissances actuelles sur le sujet, il est extrêmement important de modéliser et de

prédire des séries multivariées, des séries non stationnaires, ainsi de présenter des modèles

non linéaires (ARCH, GARCH, ...).
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Annexe : Abréviations et Notations

Les différentes abréviations et notations utilisées tout au long de ce mémoire sont ex-

pliquées ci-dessous :

E : Espérance.

var : Variance.

cov : Covariance.

corr : corrélation.

ACF : Fonction d’autocorélation simple.

PACF : Fonction d’autocorrélation partielle.

AIC : Critère d’information d’Akaike.

BIC : Critère d’information bayésien.

BB : Bruit blanc.

AR : Autorégressif.

MA : Moyenne mobile.

ARMA : Autorégressif moyenne mobile.

γ : Fonction d’autocovariance.

ρ : Fonctiond’autocorrelation.

RP : Matrice des corrélations.
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Annexe : Abréviations et Notations

Xt : Série temporelle.

St : Saisonalité.

Zt : Tendance.

εt : Erreurs.

L : Opérateur de retard.

F : Opérateur d’avance.

∆ : Opérateur de différentiation.

D
= : Egalité en distribution.

JB : Test de Jarque-Bira.

X : Khi-deux.

H0 : Hypothèse nulle.

H1 : Hypothèse alternative.
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Résumé 

Nous présentons dans ce mémoire un aperçu sur les séries temporelles; les types, les propriétés 

statistiques et la stationnarité, dont l’objectif est de regrouper les différentes méthodes permettent 

d’analyser et modéliser des séries chronologique afin de pouvoir faire des prévisions. 

Nous nous intéressons particulièrement à la modélisation et la prévision des séries 

chronologiques à travers  la méthodologie élaborée par Box et Jenkins, au moyen des modèles 

linéaires à savoir le modèle: AR, MA, ARMA, ARIMA et SARIMA.  

On arrive finalement à une mise en pratique d'un exemple d'une série temporelle réelle sous 

logiciel R. 

Mots clés : Série temporelle ; Stationnarité ; Modèles linéaires ; Fonction d’autocorrélation, 

Fonction d’autocorrélation partielle ; Méthode de Box et Jenkins ; Prévision. 

Abstract 

We present in this memory an overview on time series; the types, the statistical properties and the 

stationarity, the objective of which is to gather the different methods allow time series to be 

analyzed and modeled in order to be able to make forecasts. 

We are particularly interested in modeling and forecasting time series through the methodology 

worked out by Box and Jenkins, by means of linear models namely the AR, MA, ARMA, 

ARIMA and SARIMA model. 

We finally arrive at a practical application of an example of a real time series under the software 

R. 

Keywords: Time series; Stationarity; Linear models; Autocorrelation function, Partial 

autocorrelation function; Box and Jenkins method; Forecast. 

 ملخص

الأوىاع ، الخظائض الٍاحظائيت و الثباث، بحيث الهذف مىها هى خمع  ؛في هاته المزكشة لمحت عامت عه السلاسل الضمىيتومذم 

 الطشق المختلفت التي تسمح بتحليل وومزخت السلاسل الضمىيت مه أخل التمكه مه إخشاء التىبؤاث.

 عه طشيك ،ل  المىهديت التي وعهها بىك  و خىكى وحه مهتمىن بشكل خاص بىمزخت السلاسل الضمىيت والتىبؤ بها مه خلا
  .SARIMAو  AR ،MA ،ARMA، ARIMA: الىمارج الخطيت وهي

 .R  البشوامحوطلىا أخيشًا إلى تطبيك عملي لمثال  لسلسلت صمىيت حميميت في إطاس 

؛ دالت الاستباط الزاتي؛ دالت الاستباط الزاتي الدضئي؛ طشيمت ومارج خطيت ؛سلسلت صمىيت ؛ الثباثالكلماث الشئيسيت: 

 .بىك  و خىكى ؛ تىلهاث
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